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Resumen · Abstract

Resumen

Saber cómo evolucionarán las observaciones en un futuro próximo ha
sido siempre objeto de estudio por los cient́ıficos. Cómo evolucionará
el precio del alquiler en los próximos meses, el número de habitantes
en cierto páıs por año o la temperatura media mensual, son algunos
ejemplos donde se utilizan las series temporales.
En este trabajo se estudiarán diferentes modelos de series tempo-
rales. En particular, nos centraremos en el Modelo de regresión de
Poisson, aśı como el Modelo Oculto de Markov. Además, se realizará
un estudio con datos reales proporcionados por la empresa TITSA,
en el que se ajustarán varios modelos para predecir la cantidad de
cierto tipo de piezas que se pedirán en los talleres de la empresa.

Palabras clave: Series temporales – Modelo de regresión de Pois-
son – Modelo Oculto de Markov

Abstract

Knowing about the evolution of data from short-term observations
has drawn the attention of many scientists. How the rental price
will evolve over a number of months, the number of inhabitants in
a certain country per year or the average monthly temperature, are
some examples where time series are used.
In this project, different time series models will be studied. Particu-
larly, we will be focus on the Poisson Regression Model, as well as
the Hidden Markov Model. Furthermore, a study will be performed
with real data provided by the company TITSA, in which several mo-
dels will be adjusted to predict the quantity of certain types of pieces
that will be ordered in the company’s workshops.

Keywords: Time series – Poisson Regression Model – Hidden
Markov Model
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“Prediction is truly very difficult, especially if it’s about the unknown future.”
— Nils Bohr, Premio Nobel de F́ısica.





Introducción

El pronóstico de series temporales, en términos estad́ısticos, es el proceso
de analizar los datos de series temporales utilizando estad́ısticas y modelos para
hacer predicciones y tomar decisiones estratégicas. El análisis, el modelado y la
previsión de series temporales tienen mucha esencia en los ejemplos prácticos de
la vida real y en una variedad de campos de investigación, incluidos los negocios,
la economı́a, la medicina, la astronomı́a, la ingenieŕıa, la poĺıtica y muchos más.

Los desarrollos teóricos en el análisis de series temporales comenzaron con
los procesos estocásticos. La primera aplicación real de modelos autorregresivos
a los datos se remonta al trabajo de G. U Yule y J. Walker en las décadas de
1920 y 1930.

Durante este tiempo, se introdujo el promedio móvil para eliminar las os-
cilaciones periódicas en la serie temporal, por ejemplo, las oscilaciones debidas
a la estacionalidad. Herman Wold introdujo modelos ARMA para series esta-
cionarias, pero no pudo derivar una función de probabilidad para permitir la
estimación de máxima verosimilitud (MLE) de los parámetros.

En 1970 se publicó el libro “Time Series Analysis: Forecasting and Con-
trol” de G. E. P. Box y G. M. Jenkins, que conteńıa el procedimiento completo
de modelado para series individuales: especificación, estimación, diagnóstico y
pronóstico.

En esta memoria se hablará sobre algunos de los modelos más usados en
la predicción de series temporales, aśı como la aplicación de alguno de ellos a
datos reales.

En el Caṕıtulo 1 se introducirán algunos de los conceptos necesarios para
entender las series temporales. Además, se describirán de manera general algunos
de los modelos más usados en las series temporales, como pueden ser el modelo
Näıve y SNäıve (1.2.1), la descomposición estacional (1.2.2), el modelo ARIMA
(1.2.4), ...

A continuación, en el Caṕıtulo 2, se hablará sobre el Modelo de Regresión
de Poisson, modelo más avanzado, útil para modelar variables de respuesta (va-
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lores Y) que son recuentos. Este modelo selecciona qué variables explicativas
tienen un efecto estad́ısticamente significativo en la variable de respuesta. Es un
modelo apropiado para describir eventos raros, ya que estos tienden a seguir una
distribución de Poisson.

Seguidamente, en el Caṕıtulo 3 se define el Modelo Oculto de Markov
(HMM), en el cuál los parámetros observados se utilizan para identificar los
parámetros ocultos. Estos parámetros se utilizan luego para un análisis poste-
rior. El HMM es un tipo de cadena de Markov. Su estado no se puede observar
directamente, pero se puede identificar observando la serie de vectores.

Y, por último, en el Caṕıtulo 4 aplicaremos algunos de los modelos intro-
ducidos a un caso real de análisis de datos de demanda de piezas en talleres de
la empresa TITSA, en particular para predecir el número de filtros de aire que
se instalan en los veh́ıculos de transportes público cuando entran en el taller.



1

Introducción y modelización de series

temporales

En este caṕıtulo veremos una introducción a los distintos conceptos que
serán necesarios para el desarrollo de la memoria. Además, se dará una descrip-
ción general de diferentes modelos de predicción de series temporales.

1.1. Conceptos básicos y ejemplo

Las siguientes definiciones serán de gran utilidad para entender algunos
conceptos que se introducirán en caṕıtulos y secciones posteriores.

Definición 1.1. Una serie temporal es una secuencia de observaciones de valo-
res reales yt, cada una de ellas tomada en un tiempo espećıfico t.

Definición 1.2. Un proceso estocástico es una secuencia de variables aleatorias,
ordenadas y equidistantes cronológicamente, {yt : t = 1, 2, . . .}, y sirve como
modelo para una serie temporal observada.

Definición 1.3. Sea {yt} un proceso estocástico
La función media de {yt} viene dada por

µy(t) = E(yt), t = 1, 2, . . . (1.1)

La función covarianza de {yt} es

γy(r, s) = Cov(yr, ys) = E[(yr − µr)(ys − µs)] ∀r, s ∈ Z (1.2)

Definición 1.4. Las medias móviles se usan para estimar el ciclo de tendencia.
Una media móvil de orden m se puede escribir como:

Tt =
1

m

k∑
j=−k

yt+j (1.3)

donde m = 2k + 1. Es decir, es el promedio de los valores de la serie temporal
dentro de k peŕıodos de tiempo t.
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Definición 1.5. Para algún punto espećıfico r, la observación xr−i (i peŕıodos
hacia atrás) se llama el i-ésimo retraso de xr.

Definición 1.6. Un proceso estocástico {yt} es estacionario cuando

1. µy(t) es independiente de t.
2. γy(t+ h, t) es independiente de t para cada h, h ∈ Z

Definición 1.7. Los pasos aleatorios (Random Walks) {St, t = 0, 1, 2, . . .} se
obtiene sumando acumulativamente variables aleatorias independientes e idénti-
camente distribuidas.

Definición 1.8. Sea {yt} una serie temporal estacionaria.
La función de autocovarianza de {yt} con retraso h es

γy(h) = Cov(yt+h, yt) (1.4)

La función de autocorrelación de {yt} con retraso h es

ρy(h) =
ρy(h)

ρy(0)
= Cor(yt+h, yt) (1.5)

Definición 1.9. A la secuencia {yt} de variables aleatorias, independientes e
idénticamente distribuidas, cada una con media 0 y varianza σ2 se le conoce
como ruido blanco.

Definición 1.10. Un proceso estocástico es de tendencia estacionaria si se pue-
de expresar como

yi = f(i) + ϵi (1.6)

donde f(i) es cualquier función f : R −→ R y ϵi es un proceso estocástico esta-
cionario con media 0.

Definición 1.11. En los modelos de regresión lineal se dice que hay heterocedasticidad
cuando la varianza de los errores no es igual en todas las observaciones realiza-
das.

V ar(ϵi|X) = σ2
i =

σ2
1 0 0

0
. . . 0

0 0 σ2
n

 (1.7)

La varianza del error en la observación i condicionado a X (variable explicativa)
es igual a la varianza de la misma observación.

Definición 1.12. Una función sigmoide es una función real de variable real di-
ferenciable, de la forma:

P (t) =
1

1 + e−t
(1.8)

Tiene dos aśıntotas horizontales:
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ĺımt→−∞( 1
1+e−t ) = 0

ĺımt→+∞( 1
1+e−t ) = 1

Con una primera derivada no negativa:

P ′(t) = dP
dt

= e−t

(1+e−t)2

Esta función es útil en redes neuronales artificiales (1.2.9).

Definición 1.13. Una distribución binomial es una distribución de probabilidad
discreta que describe el número de éxitos al realizar n experimentos indepen-
dientes entre śı, acerca de una variable aleatoria. La fórmula para calcular la
distribución normal es

Px =

(
n
x

)
pxqn−x (1.9)(

n
x

)
=

n!

x!(n− x)!
(1.10)

donde:
n = número de ensayos/experimentos
x = número de éxitos
p = probabilidad de éxito
q = probabilidad de fracaso (1− p)

Ejemplo 1.14. A modo de ejemplo de serie temporal, en la Figura 1.1 se muestran
las ventas mensuales (en kilolitros) de vino tinto australiano desde enero de
1980 hasta octubre de 1991. Se puede decir que las ventas tienen una tendencia
ascendente y un patrón estacional con un máximo en julio y un mı́nimo en enero.

Figura 1.1. Ventas de vino tinto australiano 1980-1991
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1.2. Modelos y ejemplos de series temporales

Veremos una breve descripción sobre los siguientes modelos:

Näıve, SNäıve
Descomposición estacional (Seasonal descomposition)
Suavizado exponencial (Exponential smoothing)
ARIMA, SARIMA
Modelos lineales dinámicos (Dynamic linear models)
TBATS
Prophet
NNTAR
LSTM

Estos modelos permiten obtener estimaciones y/o predicciones de yt que
denotaremos como ŷt.

Cada uno de los modelos nombrados anteriormente, se utilizará para pre-
decir la evolución del ı́ndice de producción industrial que cuantifica los equipos
eléctricos fabricados en la Eurozona.

1.2.1. Modelo Näıve, SNäıve

El modelo Näıve es un modelo en el que se utilizan cantidades mı́nimas de
esfuerzo y manipulación de datos para preparar un pronóstico. En este modelo
se le da importancia únicamente a la última observación, ignorando el resto. Por
lo tanto, el modelo será de la forma

ŷt+h|t = yt (1.11)

La notación ŷt+h|t es una forma abreviada de la estimación ŷt+h basado en
los datos y1, y2, . . . , yt.

Este tipo de pronósticos asume que el modelo estocástico (Definición 1.2)
que genera la serie temporal es el resultado de hacer sucesivos pasos aleatorios
(Definición 1.7).

Una extensión del modelo es el método SNäıve, el cuál es útil para datos
altamente estacionales. En este caso, se establece que el pronóstico para una
temporada, debe ser igual al último valor observado en la misma temporada. El
modelo será de la forma

ŷt+h|t = yt+h−T (1.12)

donde T es el peŕıodo de estacionalidad.

Estos modelos se utilizan a menudo como modelos de referencia para mo-
delos más complejos.
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Las Figuras 1.2 y 1.3 muestran la comparativa de los dos modelos anteriores
para las predicciones de la fabricación de equipos eléctricos en el año 2007.

Figura 1.2. Predicción año 2007 usando el modelo Näıve

Figura 1.3. Predicción año 2007 usando el modelo SNäıve

1.2.2. Descomposición estacional

La descomposición estacional se utiliza en series temporales para des-
cribir la tendencia y los factores estacionales de las mismas. Cuando los datos
presentan cierta estacionalidad, puede ser útil descomponer la serie temporal
original en varias componentes, cada una de las cuales representa una de las
categoŕıas subyacentes de patrones.
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Uno de los principales objetivos de una descomposición es estimar los efec-
tos estacionales que se pueden utilizar para crear y representar valores ajustados
estacionalmente.

Las dos estructuras siguientes se consideran modelos básicos de descompo-
sición estacional:

1. Aditivo:
ŷt = St + Tt +Rt (1.13)

Este modelo es útil cuando la variación estacional es relativamente constante
en el tiempo

2. Multipliativo:
ŷt = St × Tt ×Rt (1.14)

Mientras que el modelo multiplicativo es útil cuando la variación estacional
aumenta con el tiempo.

Las componentes son:

St es la componente estacional, es decir, representa la periodicidad de los
datos.
Tt es la componente del ciclo de tendencia. Se puede definir como el compor-
tamiento o movimiento a largo plazo de los datos.
Rt es la componente restante. Recoge las alteraciones de la serie que no tiene
una pauta periódica ni tendencia reconocible.

Existen varias técnicas para estimar cada descomposición. Los primeros
métodos clásicos obteńıan las componentes de forma básica, a esto se le llamó
descomposición clásica y consiste en:

1. Estimar la tendencia Tt a través de una media móvil (Definición 1.4).
2. Calcular St como la serie sin tendencia promedio ŷt−Tt para cada temporada.
3. Calcular la serie restante como Rt = ŷt − Tt − St.

La descomposición más versátil y robusta es la descomposición STL (Sea-
sonal and Trend descomposition using Loess) (Figura 1.4). Esta descomposición
se maneja bien con la estacionalidad, la cuál puede cambiar con el tiempo, y el
ratio de cambio puede ser controlado por el usuario, aśı como el suavizado del
ciclo de tendencia.

En la Figura 1.5 se muestra el ajuste estacional de la serie temporal corres-
pondiente a la fabricación de equipos eléctricos.

Y la predicción obtenida para el año 2007 utilizando la descomposición
estacional se puede observar en la Figura 1.6.
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Figura 1.4. Descomposición STL en los datos del ı́ndice de producción industrial

Figura 1.5. Serie temporal del ı́ndice de producción industrial desestacionalizado

Figura 1.6. Predicción para el año 2007 usando la descomposición estacional
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1.2.3. Suavizado exponencial

El suavizado exponencial es uno de los métodos clásicos de pronósticos
más exitosos. Su máxima eficacia se obtiene cuando los datos siguen una ten-
dencia gradual y presentan un comportamiento estacional, es decir, cuando los
valores sigan un patrón ćıclico repetido a lo largo de un número determinado de
peŕıodos. Sus pronósticos vienen dados por

ŷt+h|t = αyt + α(1− α)yt−1 + α(1− α)2yt−2 + . . .+ α(1− α)t−1y1 (1.15)

donde 0 < α < 1 es el parámetro de suavizado. La predicción para el tiempo t+1
es un promedio ponderado de todas las observaciones en la serie y1, y2, . . . , yt.
La velocidad a la que disminuyen los pesos está controlada por el parámetro α.

Todos los datos influyen en el pronóstico, pero los pesos de las observaciones
disminuyen exponencialmente a medida que retrocedemos en el tiempo (Figura
1.7).

Figura 1.7. Gráfico ponderación - tiempo

Las ventajas más relevantes de los métodos de suavizado son:

No se necesitan muchos datos históricos.
Tiene una mayor precisión que otros modelos al utilizar técnicas de modelado
exponencial.
Es un método muy flexible.

Las Figuras 1.8 y 1.9 muestran las predicciones obtenidas para el año 2007
usando el suavizado exponencial para ajustar la serie temporal original y la
ajustada estacionalmente.

1.2.4. Modelos ARIMA y SARIMA

Estos dos modelos tienen base en los modelos ARMA. En un modelo au-
torregresivo (AutoRegressive) los pronósticos corresponden a una combinación
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Figura 1.8. Predicción año 2007 serie original usando suavizado exponencial

Figura 1.9. Predicción año 2007 serie ajustada usando suavizado exponencial

lineal de valores pasados de la variable. Mientras que en un modelo de promedio
móvil (Moving Average), los pronósticos corresponden a una combinación lineal
de errores de pronósticos anteriores.

Una generalización de los modelos ARMA, que incorporan series tempora-
les no estacionarias (Definición 1.6) utilizando la diferenciación, son los modelos
ARIMA (AutoRegressive Integrated Moving Average). Estos modelos inten-
tan describir la autocorrelación (Definición 1.8) de los datos de la serie y, al igual
que el suavizado exponencial, los modelos ARIMA son los más utilizados en el
pronóstico de series temporales.

Cuando una serie no estacionaria se quiere transformar en estacionaria, se
recurre a la diferenciación. Para hablar de la diferenciación es importante hablar
del operador de retardo y el operador de diferencia:
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Definición 1.15. Se define el operador de retardo B, también llamado L (Lag
operator), como un operador lineal que aplicado a una función temporal propor-
ciona esta misma función pero retardada un peŕıodo.

Byt = yt−1 ∀t > 1

Definición 1.16. El operador de diferencia ∆ calcula la diferencia entre obser-
vaciones consecutivas ∆ = 1− B. La diferencia d-ésima viene dada por el ope-
rador ∆d = (1−B)d

Ejemplo 1.17. La serie diferenciada de primer orden es

∆yt = yt − yt−1 = (1−B)yt

La serie diferenciada de segundo orden es

(yt − yt−1)− (yt−1 − yt−2) = yt − 2yt−1 + yt−2

o lo que es igual,

∆2yt = (1−B)2yt = (1− 2B −B2)yt = yt − 2yt−1 + yt−2

La diferenciación puede ayudar a estabilizar la media de una serie temporal
y, por lo tanto, reducir o eliminar la tendencia y la estacionalidad.

Cada una de las componentes del modelo se especifica como un parámetro.
Se utiliza la notación ARIMA(p, d, q) con p, d, q ∈ Z. Los parámetros del modelo
ARIMA se definen de la siguiente manera:

p: El número de observaciones pasadas incluidas en el modelo, también lla-
mado orden de retardo.
d: El grado de la primera diferenciación involucrada, también llamado grado
de diferencia.
q: El tamaño del promedio móvil, también denominado orden del promedio
móvil.

Por lo tanto, el modelo se puede descomponer en dos partes:

1. La componente basada en la autorregresión AR(p):

ϕ(yt) = c+ ϕ1yt−1 + ϕ2yt−2 + . . .+ ϕpyt−p + ϵt (1.16)

donde ϵt es el error, ϕi los parámetros y c una constante.
2. La componente basada en las medias móviles MA(q):

θ(yt) = c+ ϵt + θ1ϵt−1 + θ2ϵt−2 + . . .+ θqϵt−q (1.17)

donde ϵt es el error, θi los parámetros y c una constante.
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Si se combina la autorregresión, las medias móviles y la diferenciación, obtene-
mos el modelo:

ϕ(B)(1−B)dyt = c+ θ(B)ϵt (1.18)

El modelo SARIMA (Seasonal ARIMA) se forma al incluir términos
estacionales adicionales en los modelos ARIMA. Este se escribe como

ARIMA(p, d, q)× (P,D,Q)m

donde m es el peŕıodo de estacionalidad.
La parte estacional del modelo consta de términos que son similares a los

componentes no estacionales del modelo, pero implican desplazamientos hacia
atrás del peŕıodo estacional.

En los modelos SARIMA, el operador de diferencia estacional de peŕıodo
m viene dado por

∆m = 1−Bm

De este modo

∆myt = yt − yt−m

Por lo tanto, el modelo será:

ϕ(B)Φ(Bm)(1−B)d(1−Bm)Dyt = c+ θ(B)Θ(Bm)ϵt (1.19)

Las Figuras 1.10 y 1.11 muestran los pronósticos obtenidos para el año 2007
utilizando el modelo SARIMA y el ARIMA sobre la serie temporal desestacio-
nalizada.

Figura 1.10. Predicción año 2007 usando el modelo SARIMA
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Figura 1.11. Predicción año 2007 usando el modelo ARIMA

1.2.5. Modelos lineales dinámicos

Los modelos lineales dinámicos representan otra clase de modelos para
el pronóstico de series temporales. La idea es que en cada tiempo t estos modelos
correspondan a un modelo lineal, donde los coeficientes de regresión cambian con
el tiempo. El modelo lineal dinámico general se puede escribir con la ayuda de
la ecuación de observación y la ecuación de estado, como

ŷt =

{
yt = Ftθt + ϵt (ecuación de observación)

θt = Gtθt−1 + ωt (ecuación de evolución)
(1.20)

donde:

yt es la observación en el tiempo t. Ese valor puede ser un escalar o un vector.
θt = (θ1,t, . . . , θp,t) es el vector de parámetros en el tiempo t y de dimensión
p× 1.
Ft es el vector fila (dimensión 1× p) de covariables en tiempo t.
Gt es una matriz de dimensión p × p, conocida como la matriz de evolución
o transición.
Por lo general, Ft y Gt están definidas.
ϵt es el error de observación en el tiempo t y ωt es el error de evolución (vector
p× 1).
ϵt es independiente de ϵs, ωt es independiente de ωs para t ̸= s. Son dos
secuencias independientes entre ellas.

A continuación, se muestra la Figura 1.12 con los pronósticos para el año
2007 usando el modelo lineal dinámico para ajustar estacionalmente la serie tem-
poral. Dado que el modelo tiene altos costos computacionales, este se mantuvo
extremadamente simple, por lo que los pronósticos son deficientes.



1.2 Modelos y ejemplos de series temporales 13

Figura 1.12. Predicción año 2007 usando el modelo lineal dinámico

1.2.6. Modelo TBATS

El modelo TBATS es un método de pronóstico de series temporales con
patrones estacionales complejos. El nombre es un acrónimo de Trigonométrico,
transformada de Box-Cox, errores ARMA, componentes de Tendencia y Estacio-
nalidad (Trigonometric,Box-Cox transform,ARMA errors,Trend and Seasonal
components).

Muchas series temporales exhiben patrones estacionales complejos y múlti-
ples. Los modelos más populares (por ejemplo, ARIMA y Suavizado exponencial)
solo pueden tener en cuenta una estacionalidad.

Pero el modelo TBATS tiene la capacidad de lidiar con estacionalida-
des complejas (por ejemplo, estacionalidad no entera, anidada o de grandes
peŕıodos). Al modelar cada estacionalidad con una representación trigonométri-
ca basada en series de Fourier, se crean pronósticos detallados a largo plazo.

El modelo es el siguiente:

ŷ
(ω)
t =

{
yωt −1

ω
ω ̸= 0

logyt ω = 0

ŷ
(ω)
t = ℓt−1 + ϕbt−1 +

∑T
i=1 s

(i)
t−mi

+ dt

en el cual las expresiones ℓt, bt y dt vienen dadas por:

ℓt = ℓt−1 + ϕbt−1 + αdt

bt = ϕbt−1 + βdt

dt =
∑p

i=1 φidt−i +
∑q

i=1 θiϵt−i + ϵt

donde:

ŷ
(ω)
t es la serie temporal en el momento t.
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mi denotan los peŕıodos estacionales.
ℓt es el nivel local en el periodo t.
bt es la tendencia a corto plazo en el peŕıodo t.
s
(i)
t representa la i-ésimo componente estacional en el tiempo t.
dt denota un proceso ARMA(p, q).
ϵt es un proceso de ruido blanco gaussiano.

La Figura 1.13 representa los pronósticos para el año 2007 del ejemplo,
usando el modelo TBATS.

Figura 1.13. Predicción año 2007 usando el modelo TBATS

1.2.7. Modelo Prophet

El modelo Prophet es otro modelo de predicción que permite tratar con
múltiples estacionalidades. Este modelo asume que la serie temporal se puede
descomponer de la siguiente manera

ŷt = g(t) + s(t) + h(t) + ϵ(t) (1.21)

donde:

g(t) describe una tendencia lineal por tramos (o “término de crecimiento”).
Los nodos para esta tendencia se seleccionan de forma automática si no se
especifican. O bien, se puede usar una función loǵıstica para establecer un
ĺımite superior en la tendencia.
s(t) describe los patrones estacionales. Estas componentes consisten en térmi-
nos de Fourier de los peŕıodos relevantes.
h(t) captura los efectos de los d́ıas festivos. Estos efectos se agregan como
variables ficticias simples.
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ϵ(t) es el error de ruido blanco (Definición 1.9).

El ajuste del modelo se enmarca como un ajuste de curvas, por lo que no
tiene en cuenta, expĺıcitamente, la estructura de dependencia temporal de los
datos. Esto permite tener observaciones espaciadas irregularmente.

Hay dos modelos de tendencia: un modelo de crecimiento saturado y un
modelo lineal por partes.

MODELO DE CRECIMIENTO SATURADO
Para la previsión del crecimiento, la componente central del proceso de

generación de datos es un modelo que muestra cómo ha crecido la población y
cómo se espera que siga creciendo. Este modelo es similar al crecimiento de la
población en ecosistemas naturales, donde hay un crecimiento no lineal que se
satura a una capacidad de carga:

dN
dT

= rmax
(K−N)

K
N

donde rmax es la tasa máxima de crecimiento per cápita, N es el tamaño pobla-
cional y K la capacidad de carga.

Este modelo de crecimiento saturado generalmente se crea utilizando el
modelo de crecimiento loǵıstico, que en su forma básica es

g(t) = C/{1 + e−k(t−m)}
con C la capacidad de carga, k la tasa de crecimiento y m un parámetro de
compensación.

MODELO LINEAL POR PARTES
Hay dos aspectos importantes que no se contemplan en el modelo anterior.
Primero, la capacidad de carga no es constante. Se reemplaza entonces el

valor fijo C por una capacidad variable C(t). Y, en segundo lugar, la tasa de
crecimiento no es constante. Los nuevos productos pueden alterar la tasa de
crecimiento, por lo que el modelo debe ser capaz de incorporar una tasa variable
para adaptarse a los datos históricos.

Supongamos que hay S puntos de cambio en los tiempos sj, j = 1, . . . , S.
La tasa de crecimiento en cualquier momento t es

k +
∑
j:t>sj

δj

con k tasa de crecimientos base y δj es el cambio de tasa que ocurre en el tiempo
sj.

Se puede representar más claramente definiendo

aj(t) =

{
1 si t ≥ sj

0 en otro caso
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Cuando se ajusta la tasa k, el parámetro de compensación m también debe
ajustarse para conectar los putos finales del segmento. El ajuste correcto en el
punto de cambio j se calcula como

γj =

(
sj −m−

∑
l<j

γl

)(
1− k+

∑
l<j δl

k+
∑

l≤j δl

)
Por tanto, el modelo de crecimiento loǵıstico por partes es entonces

g(t) = C(t)/{1 + e−(k+a(t)T δ)(t−(m+a(t)T γ))}

A continuación, se muestra la Figura 1.14 con el pronóstico para el año 2007,
del ejemplo base, usando el modelo Prophet para ajustar la serie temporal.

Figura 1.14. Predicción año 2007 usando el modelo Prophet

1.2.8. Modelo NNETAR

El modeloNNETAR es una red neuronal totalmente conectada. El acróni-
mo significa Autorregresión de Red Neuronal (NeuralNETworkAutoRegression).

Se puede pensar en una red neuronal como una red de “neuronas” que
se organizan en capas. Los predictores (o entradas) forman la capa inferior y
los pronósticos (o salidas) forman la capa superior. También puede haber capas
intermedias que contengan “neuronas ocultas”.

Las redes más simples no contienen capas ocultas y son equivalentes a las
regresiones lineales.

La Figura 1.15 muestra una red neuronal con cuatro predictores. Los co-
eficientes adjuntos a estos predictores se denominan “pesos”. Los pronósticos se
obtienen mediante una combinación lineal de las entradas. Los pesos se seleccio-
nan en el marco de la red neuronal utilizando un “algoritmo de aprendizaje”.
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Figura 1.15. Red Neuronal simple

Una vez que se le añaden neuronas ocultas, la red neuronal se vuelve no
lineal (Figura 1.16).

Figura 1.16. Red Neuronal con tres neuronas ocultas

Esto se conoce como una “red de múltiples capas”, donde cada capa de
nodos recibe entradas de las capas anteriores. Las salidas de los nodos en una
capa son entradas para la siguiente.

Con datos de series temporales, los valores retrasados (Definición 1.5) se
pueden usar como entrada para una red neuronal, tal como usamos valores
retrasados en un modelo de autorregresión lineal.

El modelo NNETAR toma como entrada los últimos elementos de la se-
cuencia hasta el tiempo t y genera el valor pronosticado en el tiempo t+1. Para
realizar los pronósticos de varios pasos, la red se aplica de forma iterativa.

Cuando haya estacionalidad en los datos, la entrada puede incluir también
la serie temporal desfasada estacionalmente.

Si solo se consideran las redes de retroalimentación con una capa oculta,
y usamos la notación NNAR(p, k) para indicar que hay p entradas retrasadas
(yt−1, yt−2, yt−3, . . . , yt−p) y k nodos en la capa oculta. Un modeloNNAR(p, 0) es
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equivalente al modelo ARIMA(p, 0, 0), pero sin las restricciones en los paráme-
tros para asegurar la estacionalidad.

Las predicciones obtenidas para el año 2007 de nuestro ejemplo, usando el
modelo NNETAR con entrada desfasada estacionalmente y un modelo NNETAR
en la serie temporal ajustada estacionalmente seŕıan: (Figura 1.17 y 1.18)

Figura 1.17. Predicción año 2007 usando el modelo NNETAR

Figura 1.18. Predicción año 2007 usando el modelo NNETAR + Descomposición

1.2.9. Modelo LSTM

Los modelos LSTM se pueden usar para pronosticar series temporales (aśı
como otras redes neuronales recurrentes). LSTM es un acrónimo de Memorias a
Largo y Corto Plazo (Long-Short Term Memories).

Estos modelos son un tipo especial de red neuronal recurrente que es capaz
de aprender dependencia a largo plazo en los datos.
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La red LSTM está compuesta de varios bloques de memoria llamados cel-
das. Una celda LSTM tiene cinco componentes vitales que le permiten utilizar
datos a corto y largo plazo: el estado de la celda, el estado oculto, la puerta de
entrada, la puerta de olvido y la puerta de salida.

Capa de puerta de olvido: la decisión de qué información va a pasar desde
el estado de la celda la toma esta capa. Da un número entre 0 y 1, para cada
número en el estado de la celda, usando la función sigmoide (Definición 1.12).
Mientras que 1 muestra “deja pasar la entrada”, 0 significa “no deja pasar la
entrada”.
Capa de puerta de entrada: gestiona el proceso de adición de información
al estado de la celda. En primer lugar, regula qué valores deben agregarse al
estado de la celda mediante el uso de una función sigmoide. Luego, crea un
vector que incluye todos los valores posibles que se pueden agregar al estado
de la celda usando la función tanh, que genera valores de −1 a +1. Multiplica
el valor del filtro por el vector creado y aśı transfiere esta información útil al
estado de la celda a través de la operación suma.
Capa de puerta de salida: la red selecciona información útil del estado
actual de la celda y muestra cómo la salida se realiza a través de la puerta
de salida.

Figura 1.19. Modelo LSTM

En la Figura 1.19 se muestra un diseño del modelo con cuatro capas de
red neuronal en rectángulos naranjas y cinco operadores puntuales en ćırculos
amarillos. Las variables que se muestran son:

x⃗t: vector de entrada a la unidad LSTM.
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ft: vector de activación de la puerta de olvido.
it: vector de activación de la puerta de entrada/actualización.
st: vector de activación de la entrada a la celda.
ot: vector de activación de la puerta de salida.
ht: vector de estado oculto, también conocido como vector de salida de la
unidad LSTM.
ct: vector de estado de la celda.
tanh: función de activación.
σ: función sigmoide de activación.

En términos generales, los LSTM son modelos complejos y rara vez se utili-
zan para predecir una sola serie temporal, ya que requieren una gran cantidad de
datos para su estimación. Sin embargo, se usan comúnmente cuando se necesitan
predicciones para una gran cantidad de series temporales.

La Figura 1.20 muestra las predicciones para el primer año en el conjunto
de prueba obtenido al ajustar un modelo LSTM en la serie temporal ajustada
estacionalmente.

Figura 1.20. Predicción para el primer año usando el modelo LSTM
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Modelos para datos de conteo: regresión de

Poisson

En el caṕıtulo 1 se introdujeron varios modelos de predicción de series tem-
porales. En este caṕıtulo nuestro principal objetivo será hablar sobre el modelo
de regresión de Poisson, útil para modelar datos de series temporales que con-
sisten en recuentos de números enteros. Se estudiará la estructura del modelo,
su estimación y cómo construir, y entrenar el modelo.

2.1. Introducción

El modelo de regresión de Poisson y el modelo de regresión binomial nega-
tiva son dos técnicas populares para desarrollar modelos de regresión para datos
de conteo.

Hay que tener en cuenta que los conjuntos de datos de recuento presentan
las siguientes caracteŕısticas:

Datos de números enteros: los datos consisten en número enteros no
negativos (0, 1, . . . ,∞)
Distribución sesgada: los datos pueden contener una gran cantidad de pun-
tos para solo unos pocos valores, lo que hace que la distribución de frecuencia
sea bastante sesgada.
Escasez: los datos pueden reflejar la ocurrencia de un evento raro lo que
hace que los datos sean escasos.
Tasa de ocurrencia: se puede suponer que existe una cierta tasa de ocu-
rrencia de eventos λ que impulsa la generación de dichos datos. La tasa de
eventos puede variar con el tiempo.

2.2. Distribución de Poisson

La distribución de Poisson es una distribución de probabilidad discreta
que expresa la probabilidad de que ocurra un número dado de eventos en un
intervalo fijo de tiempo si estos eventos ocurren con una tasa media constante
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conocida e independientemente del tiempo transcurrido desde el último evento.
La distribución de Poisson es una forma ĺımite de la distribución binomial en la
que el número de observaciones es muy grande.

Definición 2.1. Sea x una variable aleatoria discreta, se dice que x sigue una
distribución de Poisson con parámetro λ si su función de probabilidad viene dada
por (Figura 2.1):

Figura 2.1. Distribución de Poisson

donde k = nº veces que ocurre un evento y λ = parámetro positivo que
representa el nº de veces que se espera que ocurra un evento en un peŕıodo
determinado.

Si x ∼ Poisson(λ) entonces la variable aleatoria x satisface algunas pro-
piedades:

Los eventos son independientes.
No pueden ocurrir dos eventos al mismo tiempo.
E(x) = V ar(x) = λ.
A medida que λ crece, la distribución de Poisson es aproximadamente una
distribución normal por el Teorema Central del Ĺımite

Teorema 2.2 (Teorema Central del Ĺımite). Sea x1, . . . , xn una muestra
suficientemente grande de variables aleatorias independientes e idénticamente
distribuidas (n > 30), con E(x) = µ y V ar(x) = σ2, ambos finitos. Entonces:

x :=

∑n
i=1 xi

n
≈ N

(
µ,

σ2

n

)
(2.1)

2.3. Modelo de regresión de Poisson

En los modelos de regresión de Poisson, se puede dar la situación en la que
λ (Sección 2.2) puede cambiar de una observación a la siguiente. En este caso, se
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asume que el valor de λ está influenciado por un vector de variables explicativas,
también conocidas como predictores, variables de regresión o regresores. A esta
matriz de variables de regresión la llamaremos X.

El trabajo del modelo de regresión de Poisson es ajustar los recuentos
observados yt a la matriz de regresión X a través de una función que expresa
el vector de tasas λ en función de los coeficientes de regresión β y la matriz de
regresión X (Figura 2.2).

Figura 2.2. Estructura del modelo de regresión de Poisson

La función de enlace, f(·), es la función exponencial (Figura 2.3). Dicha
función mantiene λ no negativo incluso cuando los regresoresX o los coeficientes
de regresión β tienen valores negativos.

Figura 2.3. Función de enlace exponencial del modelo de regresión de Poisson

Para la i-ésima observación, xi, correspondiente a la i-ésima fila de la matriz
X, la probabilidad de observar el conteo yi sigue una distribución de Poisson
(Figura 2.4):
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Figura 2.4. Probabilidad de observar el conteo yi dado xi

Una vez que el modelo está completamente entrenado (Sección 2.3.1), es
decir, se conocen los coeficientes de regresión β, el modelo está listo para hacer
predicciones. Para predecir el recuento de eventos yp correspondiente a una fila
de entrada de regresores xp que se ha observado, se utiliza la fórmula de la
Figura 2.5:

Figura 2.5. Predicción para el modelo de regresión de Poisson

2.3.1. Entrenamiento del modelo de regresión

El entrenamiento de un modelo de regresión de Poisson implica encontrar
los valores de los coeficientes de regresión β que haŕıan que el vector de recuentos
observados yt sea más probable.

La técnica para identificar los coeficientes β se denomina Estimación
de Máxima Verosimilitud (MLE) (Maximum Likelihood Estimation). Esta
técnica consiste en:

1. Calcular la probabilidad conjunta de ocurrencia: La probabilidad
conjunta de ocurrencia de y1, y2, . . . , yn puede expresarse como una simple
multiplicación de las probabilidades individuales. (Ecuación 2.2)

L(β) = P (y|X) = P (y1|x1) · P (y2|x2) · . . . · P (yn|xn) =
n∏

i=1

P (yi|xi) (2.2)
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2. Calcular la función logaŕıtmica de verosimilitud: Esta ecuación se
obtiene tomando el logaritmo natural de ambos lados de la Ecuación 2.2,
después de sustituir λi por exiβ. La solución de la ecuación 2.3 produce el
mismo valor óptimo de β.

lnL(β) =
n∑

i=1

(yixiβ − exiβ − lnyi!) (2.3)

3. Derivar la función logaŕıtmica de verosimilitud: Diferenciamos con
respecto a β y la igualamos a 0. Esta operación nos da la Ecuación 2.4.

n∑
i=1

(yi − exiβ)xi = 0 (2.4)

En resumen, los coeficiente de regresión β es la solución de la ecuación que
se obtiene al diferenciar la ecuación de probabilidad conjunta con respecto a β y
ajustando esta ecuación diferencial a 0. Esto producirá la estimación de máxima
verosimilitud (MLE) para β.
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Modelos de transición de estados: modelo

oculto de Markov

En este caṕıtulo se hablará sobre el modelo oculto de Markov, una herra-
mienta estad́ıstica idónea para modelar sistemas dinámicos, y que es utilizada
para el reconocimiento de patrones y problemas de clasificación.

3.1. Conceptos básicos sobre las cadenas de Markov

Definición 3.1. Se dice que una secuencia de variables aleatorias discreta {Ct :
t ∈ N} es una cadena de Markov (MC) si ∀t ∈ N satisface la propiedad de
Markov

P (Ct+1|Ct, . . . , C1) = P (Ct+1|Ct) = P (Ct+1|C(t)) (3.1)

En otras palabras, describe el comportamiento de un sistema que salta de
un estado a otro con una cierta probabilidad, y esta probabilidad de transición
al siguiente estado depende solo del estado en el que se encuentra el sistema
actualmente, es decir, no depende de los estados en los que se encontraba el
sistema anteriormente.

Formalmente, una cadena de Markov es una tupla de 3, (Q,A, π), donde
las componentes son:

Q: es el conjunto de n estados.
A: es la matriz de probabilidad de transición (Definición 3.3), donde cada aij
representa la probabilidad de pasar del estado i al estado j.
π: es una distribución de probabilidad inicial sobre los estados. π es la pro-
babilidad de que la cadena de Markov comience en el estado i.

∑n
i=1 πi = 1

Ejemplo 3.2. La cadena de Markov que se muestra en la Figura 3.1 tiene dos
estados o reǵımenes : +1 y −1. Hay cuatro tipo de transiciones de estado posible
entre los dos estados:

Estado +1 a estado +1: Esta transición ocurre con probabilidad p11.
Estado +1 a estado -1: Ocurre con probabilidad p12.
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Estado -1 a estado +1: Ocurre con probabilidad p21.
Estado -1 a estado -1: Ocurre con probabilidad p22.

Figura 3.1. Diagrama de transición de estado del proceso de Markov

Definición 3.3. En el tiempo t, la probabilidad de que Ct tome algún valor j
dado que en Ct−1 hab́ıa tomado un valor i, viene dada por la probabilidad con-
dicional, llamada probabilidad de transición 3.2:

pij = P (Ct = j|Ct−1 = i) (3.2)

Para una cadena de Markov sobre n-estados (1, 2, 3, . . . , n) la matriz de
probabilidad de transición es 3.3:

Γ =

p11 · · · p1n...
. . .

...
pn1 · · · pnn

 (3.3)

Esta matriz tiene las siguientes propiedades importantes:

Cada elemento pij es una probabilidad, por lo tanto, toma valores 0 ≤ pij ≤ 1.
Cada fila debe sumar 1, es decir, pi =

∑n
j=1 pij = 1

Definición 3.4. Las probabilidades incondicionales P (Ct = j) de una cadena
de Markov se denota por el vector fila

u(t) = (P (Ct = 1), . . . , P (Ct = m)), t ∈ N (3.4)

Si llamamos u(1) a la distribución inicial de la cadena de Markov. Para deducir
la distribución en el tiempo t+ 1:

u(t+ 1) = u(t)Γ = u(1)Γt (3.5)
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Dı́a t+ 1

Dı́a t Lluvioso Soleado

Lluvioso 0.9 0.1
Soleado 0.6 0.4

Tabla 3.1. Tabla de probabilidad del clima

Ejemplo 3.5. Imagine que la secuencia de d́ıas lluviosos y soleados es tal que el
clima de cada d́ıa depende sólo del d́ıa anterior, y las probabilidades de transición
están dadas por la tabla 3.1.

Es decir, si hoy llueve, la probabilidad de que mañana llueva es 0.9. En
cambio, si hoy hace sol la probabilidad de que mañana llueva es de 0.6. El
tiempo es entonces una cadena de Markov homogénea de dos estados, con matriz
de probabilidad de transición:

Γ =

(
0.9 0.1
0.6 0.4

)
Ahora suponga que hoy es un d́ıa soleado (t = 1). Esto significa que la

distribución del clima de hoy es

u(1) = (P (C1 = 1), P (C1 = 2)) = (0, 1)

La distribución del tiempo de mañana, pasado mañana, y aśı sucesiva-
mente, se puede calcular multiplicando repetidamente u(1)Γ, las matrices de
probabilidad de transición serán:

u(2) = (P (C2 = 1), P (C2 = 2)) = u(1)Γ = (0.6, 0.4)
u(3) = (P (C3 = 1), P (C3 = 2)) = u(2)Γ = (0.78, 0.22)

...
u(n) = u(1)Γn−1

3.2. Modelo Oculto de Markov

Definición 3.6. Un modelo oculto de Markov (HMM) {Yt : t ∈ N} es un tipo
particular de mezcla dependiente, con Yt variable aleatoria en el tiempo t. Las
variables Y(t) y C(t) representan las secuencias de tiempo 1 al tiempo t. Se puede
resumir el modelo más simple por:

P (Ct|C(t−1)) = P (Ct|Ct−1), t = 2, 3, . . . (3.6)

P (Yt|Y(t−1),C(t)) = P (Yt|Ct), t ∈ N (3.7)

El modelo se divide en dos partes:

1. Proceso de parámetros no observados: {Ct : t = 1, 2, . . .} que satisface
la propiedad de Markov.
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2. Proceso dependiente del estado: {Yt : t = 1, 2, . . .} cuando Ct es cono-
cido, la distribución de Yt depende solo del estado actual de Ct y no es sus
estados previos. Esta estructura está representada por la figura 3.2.

Figura 3.2. Gráfico dirigido del HMM básico.

Un HMM es una tupla compuesta por 5 componentes, (Q,A, π, V,B):

Q: es el conjunto de n estados.
A: es la matriz de probabilidad de transición (Definición 3.3), donde cada aij
representa la probabilidad de pasar del estado i al estado j.
π: es una distribución de probabilidad inicial sobre los estados. π es la pro-
babilidad de que la cadena de Markov comience en el estado i.

∑n
i=1 πi = 1

V: es el conjunto de posibles observaciones.
B: es una secuencia de probabilidades de observación, también llamadas pro-
babilidades de emisión, cada una de las cuales expresa la probabilidad de que
se genere una observación de un estado i.

La razón por la que se les llama modelos “ocultos” de Markov se debe a
que las observaciones son causadas por algún estado “oculto” o un estado que
no se observa directamente.

3.3. Modelo Poisson - oculto de Markov
(Poisson-HMM)

El modelo Poisson-HMM utiliza una combinación de dos procesos aleato-
rios. Por una parte utiliza el modelo de Markov de n estados discreto que está
“oculto”, en el sentido de que, en cada paso de la serie temporal no se sabe
con certeza en qué estado del modelo Markov se encuentra el proceso. Y, por
otro lado, se estima el efecto de la posible existencia de cada estado en el valor
medio que predice el modelo de Poisson. Esto hace que el proceso de Poisson
haga significativa una variable aleatoria cuyo valor esperado es la probabilidad
de que el modelo de Markov subyacente se encuentre en un estado particular.

Primero se elabora el proceso de Poisson ‘visible’ y luego se mostrará como
el proceso de Markov se ‘mezcla’ con el proceso de Poisson.
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3.3.1. Proceso de Poisson

Suponemos que el vector y⃗, de recuentos observados, obedece a un proceso
de Poisson. Y, por tanto, yt para t = 1, 2, . . . , n son n variables aleatorias,
independientes e idénticamente distribuidas, con distribución de Poisson, cada
una con una media λt, como se muestra en la Figura 3.3.

Figura 3.3. Serie temporal y que obedece al proceso de Poisson

Siguiendo los pasos del Caṕıtulo 2, pero utilizando la matriz de variables
de regresión (Figura 3.4) y el vector de coeficientes de regresión (Figura 3.5),
obtenemos la ecuación 3.8.

yt = λ̂t + ϵt (3.8)

donde:

λ̂t = ext·β̂ es el vector de valores predicho, donde xt · β̂ = β̂01 + β̂1x1t +
β̂2x2t + . . .+ β̂mxmt.
ϵt es el error residual. Suponemos, además, que es una variable aleatoria
homocedástica con distribución N(0, σ2).

3.3.2. Unión del modelo oculto de Markov

Se considera un proceso de Markov de k estados que está en algún estado
j ∈ 1, 2, . . . , k en el tiempo t, aunque no se sabe en cuál. Solo asumimos que
influye en el modelo de proceso de Poisson de la forma:

yt = λ̂tj + ϵt cuando Ct = j (3.9)

donde λ̂tj = ext·β̂j .
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Figura 3.4. Matriz de variables de regresión

Figura 3.5. Vector de coeficientes de regresión

Obsérvese que la medida ajustada λ̂tj y el vector de coeficientes de regresión

β̂(r) depende del estado r-ésimo del proceso de Markov.
Si el modelo de Markov opera sobre k estados, los coeficientes de regresión

toman la forma (Figura 3.6):

Figura 3.6. Matriz de coeficientes de regresión

Además, su matriz de transición será 3.10:

Γ =

p11 · · · p1k...
. . .

...
pk1 · · · pkk

 (3.10)

y la distribución de probabilidad de estado en el paso de tiempo t es 3.11:

u(t) = (P (Ct = 1), P (Ct = 2), P (Ct = 3), . . . , P (Ct = k)) (3.11)

Para no generar k predicciones para yt en cada paso de tiempo, se unen estas
k predicciones en una sola predicción λ̂t = [λ̂t1, λ̂t2, . . . , λ̂tk]. Esta predicción es
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una variable aleatoria que tiene k valores posibles, y cada valor está asociado a
una probabilidad incondicional, u(t, j).

Por lo tanto, la media predicha del modelo Poisson-HMM es:

λ̂t = E(λ̂t) =
k∑

j=1

λ̂tju(t, j) (3.12)

3.3.3. Entrenamiento y estimación

El entrenamiento del modelo de Poisson - oculto de Markov implica estimar
la matriz de coeficientes β̂(s) y la matriz de probabilidades de transición de
Markov Γ. Esta estimación se realiza mediante el proceso MLE, maximizando
el producto:

L(β̂(s); Γ|y) =
n∏

t=1

P (y = yt) (3.13)

donde:

L(β̂(s); Γ|y) es la probabilidad de observar y.
n es el tamaño del conjunto de datos.
P (y = yt) es la función de masa de probabilidad del proceso de Poisson.
Donde:

P (y = yt|λ̂tj; st = j) =
eλ̂tj λ̂yt

tj

yt!
(3.14)

Como antes, para cada paso de tiempo, nos gustaŕıa colapsar estas k pro-
babilidades en una sola probabilidad. Para hacerlo, utilizamos la Ley de Proba-
bilidad Total.

Definición 3.7. La Ley de Probabilidad Total es un teorema que establece, en
su caso discreto, si {Bn : n = 1, 2, . . .} es una partición finita o contablemen-
te infinita de un espacio muestral y cada evento Bn es medible, entonces para
cualquier evento A del mismo espacio de probabilidad:

P (A) =
∑
n

P (A ∩Bn) =
∑
n

P (A|Bn)P (Bn) (3.15)

Usando la Ecuación 3.15, calcularemos la probabilidad predicha por el mo-
delo Poisson-HMM de observar yt en el tiempo t de la siguiente manera:

P (y = yt|λ̂t) =
k∑

j=1

[(
eλ̂tj λ̂yt

tj

yt!

)
P (st = j)

]
(3.16)

Por tanto, volviendo a la Ecuación 3.13, muchas veces es más rápido ma-
ximizar el logaritmo natural del producto, ya que tiene la ventaja de convertir
productos en sumas y estas últimas son más fáciles de trabajar:
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ℓ(β̂(s); Γ|y)) =
n∑

t=1

ln(P (y = yt)) (3.17)

Para resolver la ecuación 3.17 se tiene que:

1. Calcular la derivada parcial del la ecuación con respecto a cada probabilidad
de transición pij en Γ, y cada coeficiente espećıfico en la matriz de coeficientes

β̂(s) donde el estado de Markov r ∈ [1, 2, . . . , k]. Igualarla a cero.
2. Resolver el sistema resultante de (k2+(m+1)k) ecuaciones correspondientes

a k2 probabilidades de transición de Markov, (m + 1)k coeficientes en β̂(s)

usando algún algoritmo de optimización como Newton-Raphson.



4

Predicción con datos reales: piezas de taller de

TITSA

En este caṕıtulo aplicaremos algunos de los modelos que se han visto en
el caṕıtulo 1 para estudiar la demanda de los recambios de filtro de aire en
veh́ıculos de transporte público de TITSA.

TITSA: Transportes Interurbanos de Tenerife S.A. es una sociedad anóni-
ma propiedad del Cabildo Insular de Tenerife, cuya actividad principal es la
prestación de servicios de transporte público colectivo de pasajeros en guagua
en la isla.

4.1. Introducción al problema

El análisis de series temporales ayuda a determinar un buen modelo que
pronostique métricas comerciales como stock, precio de mercado, ventas, factu-
ración, etc. Esto permite a la empresa comprender patrones oportunos en los
datos y analizar las tendencias.

Desde la empresa TITSA, se plantea el problema de predecir el número de
filtros de aire que fallarán en las guaguas para tener recambios suficientes en
los talleres de la Central (Cuevas Blancas), Intercambiador de Santa Cruz, Los
Rodeos, Parque de la Reina y San Jerónimo. Para ello utilizaremos el entorno de
desarrollo, dedicado a la computación estad́ıstica y gráficos, RStudio, y libreŕıas
como sknifedatar, tidymodels, timetk, ...

4.2. Preparación de los datos

Desde el departamento de Data Science y Big Data de TITSA, se nos
proporciona un Dataset en el cuál se muestran distintas operaciones que se han
realizado en los talleres de la empresa, como pueden ser reparaciones, pedidos,
consumo de combustible, etc. Este Dataset consta de 1.529.704 entradas, entre
los d́ıas 1 de enero de 2016 y 10 de marzo de 2020.
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Para este estudio, se trabajará solamente con los datos relacionados con
el art́ıculo ”FILTRO DE AIRE”. Por lo tanto, filtraremos el Dataset original y
crearemos uno nuevo solamente con los datos relacionados con estas piezas de
taller. Este nuevo Dataset consta de 7.655 entradas.

En la Figura 4.1 podemos observar el consumo de filtros de aire que se ha
realizado, diariamente, en cada uno de los talleres entre los d́ıas 1 de enero de
2016 y 10 de marzo de 2020.

Figura 4.1. Filtros de aire pedidos diariamente en cada taller entre el 01/01/2016 y 10/03/2020

Como algunos de los modelos que se ha introducido en los caṕıtulos an-
teriores incluyen una componente ćıclico o estacional, se ha decidido juntar los
datos de forma mensual. (Figura 4.2)

Después de analizar los datos finales obtenidos, se decidió hacer el estudio
solamente para uno de los talleres de la empresa, la Central (Cuevas Blancas).
De esta forma, podemos aplicar los modelos en una base de datos no tan extensa.

En resumen, se ha pasado de tener un Dataset de 1.529.704 entradas, que
conteńıa todas las operaciones diarias que se realizaron en los cinco talleres de
TITSA, a obtener un Dataset con 51 entradas solamente con los datos mensuales
de ”FILTRO DE AIRE” del taller Central (Cuevas Blancas).

4.3. Entrenamiento y validación de modelos

Antes de comenzar a utilizar los modelos de predicción, introduciremos
algunos términos que serán útiles para analizar el conjunto de datos.
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Figura 4.2. Filtros de aire pedidos mensualmente en cada taller entre el 01/01/2016 y 10/03/2020

Definición 4.1. El conjunto de entrenamiento (training set) es el conjunto de
datos que se utiliza para entrenar y hacer que el modelo aprenda las caracteŕısti-
cas y patrones ocultos en los datos. El conjunto de entrenamiento debe tener
un conjunto diversificado de entradas para que el modelo se entrene en todos
los escenarios y pueda predecir cualquier muestra de datos invisible que pueda
aparecer en el futuro.

Definición 4.2. El conjunto de validación (validation set) es un conjunto de
datos, separado del conjunto de entrenamiento, que se utiliza para validar el
rendimiento de nuestro modelo durante el entrenamiento.

Para realizar nuestra predicción se tomará como conjunto de entrenamiento
los datos mensuales desde el 01/01/2016 hasta el 01/09/2019. Y el conjunto de
validación (Figura 4.3) serán los últimos 6 meses, desde el 01/10/2019 hasta el
01/03/2020.

Figura 4.3. Validation set

Por tanto, gráficamente los conjuntos de entrenamiento y validación que-
darán de la siguiente manera (Figura 4.4):
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Figura 4.4. Training and validation set

A continuación, se procederá a ajustar algunos de los modelos que se han
introducido en el caṕıtulo 1, y aśı observar qué modelo ajusta mejor la serie
temporal creada con el conjunto de datos de los filtros de aire.

MODELO ARIMA
Una vez entrenado el modelo ARIMA, este pronostica los valores que se

muestran en rojo y calibra el ajuste del modelo sobre el conjunto de validación
(Figura 4.5).

Figura 4.5. Valores observados y pronosticados con el modelo ARIMA
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Se obtiene la gráfica de valores residuales, observados frente a predichos,
que se muestra en la Figura 4.6.

Figura 4.6. Valores residuales del pronóstico observado con el modelo ARIMA

Después de haber entrenado y validado el modelo, este crea una predicción
para los meses de abril, mayo y junio de 2020 representado en la Figura 4.7.

Figura 4.7. Predicción para los meses posteriores a marzo de 2020 con el modelo ARIMA
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SUAVIZADO EXPONENCIAL
El segundo modelo que se ha utilizado ha sido el modelo del suavizado

exponencial, este crea una predicción para los tres meses posteriores a marzo de
2020 que se muestran en la Figura 4.8.

Figura 4.8. Predicción para los meses posteriores a marzo de 2020 con el suavizado exponencial

MODELO TBATS
El tercer modelo aplicado a los datos iniciales ha sido el modelo TBATS,

este ha realizado la predicción que se muestra en la Figura 4.9.

Figura 4.9. Predicción para los meses posteriores a marzo de 2020 con el modelo TBATS
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MODELO PROPHET
Y, por último, aplicamos el modelo Prophet, la predicción que realiza es la

mostrada en la Figura 4.10.

Figura 4.10. Predicción para los meses posteriores a marzo de 2020 con el modelo Prophet

4.4. Comparación de las predicciones

Para finalizar nuestro estudio, debemos comprobar la bondad de los mode-
los de predicción utilizando diferentes medidas de error.

4.4.1. MSE y RMSE

El error cuadrático medio (MSE) y el error de la ráız cuadrada
media (RMSE) son medidas de error que otorgan mayor peso a los errores
grandes que a los pequeños. Esta medidas están basadas en el siguiente concepto
de error ei (donde yi representa el i-ésimo valor real de una serie de tiempo y ŷi
es el valor que se pronosticó, por la misma posición en la serie, por el modelo):

ei = yi − ŷi (4.1)

Dado que los errores positivos y negativos tienden a cancelarse entre śı,
tomamos los cuadrados de estas diferencias y sacamos el promedio de todos es-
tos cuadrados. Como resultado, obtenemos el error cuadrático medio (calculado
sobre N diferencias entre los valores reales y predichos):

MSE =

∑N
i=1(yi − ŷi)

2

N
(4.2)
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Una de las limitaciones del MSE es que la unidad de medida del error es el
cuadrado de la unidad de medida de los datos, por ello se toma la ráız del MSE
y luego obtenemos el error de la ráız cuadrada media:

RMSE =

√∑N
i=1(yi − ŷi)2

N
(4.3)

4.4.2. MAE

Si, por el contrario, se le da el mismo peso a los errores grandes y pequeños,
podemos usar el promedio de los valores absolutos de los errores y obtener el
error absoluto medio (MAE):

MAE =

∑N
i=1 |yi − ŷi|

N
(4.4)

. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . .

Con la ayuda de la herramienta R realizamos una comparación de las pre-
dicciones que crean los cuatro modelos que hemos aplicado para de esta forma
decidir que modelo ajusta mejor la serie temporal y utilizarlo para posteriores
predicciones.

Figura 4.11. Predicción para los meses posteriores a marzo de 2020 de los cuatro modelos (ARIMA,
Suavizado exponencial, TBATS y Prophet)

Analizando los resultado obtenidos en la Figura 4.12, podemos observar que
el modelo ARIMA(0,1,1) tiene el MAE y RMSE más pequeño, de 14.6 y 16.7
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Figura 4.12. Errores de los cuatro modelos (ARIMA, Suavizado exponencial, TBATS y Prophet)

respectivamente. Este seŕıa el mejor modelo que ajusta nuestra serie temporal.
También el modelo de suavizado exponencial (ETS) tiene valores pequeños de
estos indicadores.

Para finalizar, si utilizamos el modelo ARIMA para predecir la cantidad
de filtros de aire que necesitará la empresa TITSA para el siguiente año será lo
mostrado en la Figura 4.13.

Figura 4.13. Predicción para el año 2020 de los filtros de aire en el taller Central (Cuevas Blancas)





Conclusiones

En esta memoria se ha hecho un recorrido por los diferentes modelos de
predicción de series temporales.

En el Caṕıtulo 1 se describieron brevemente varios modelos de predicción
de series temporales, todos ellos acompañados por un ejemplo práctico en el que
se predice el número de nuevo pedidos de equipos eléctrico en la Zona Euro.

Estos modelos tienen sus ventajas y desventajas. Algunos de ellos requieren
de una cantidad mı́nima de esfuerzo, pero sus predicciones son menos fiables.
Y otros, en cambio, realizan una predicción más exacta cuando los datos tienes
patrones estacionales. Por lo tanto, no existe un modelo perfecto para todas
las series temporales, se debe elegir el modelo que aprenda las caracteŕısticas y
patrones ocultos en los datos, para de esta forma obtener una predicción más
elaborada.

Un estudio complementario a esta memoria podŕıa ser desarrollar de mane-
ra más extensa los modelos presentados en la Sección 1.2. Entre otros, podemos
extraer más información del modelo ARIMA (Subsección 1.2.4) de [8].

En los Caṕıtulos 2 y 3 se estudiaron modelos estad́ısticos más complejos. El
modelo de regresión de Poisson, utilizado para modelar series temporales basa-
das en el recuento de número enteros, y donde el parámetro λ, de la distribución
de Poisson, está influenciado por las variables de regresión. Y el modelo oculto
de Markov, en el cuál se asume que el sistema a modelar es una cadena de Mar-
kov de parámetros desconocidos, y cuyo objetivo es determinar los parámetros
desconocidos de dicha cadena a partir de los parámetros observables. Para un
estudio más detallado de este modelo es recomendable ver [10].

Además, se formuló la combinación entre el modelo de Poisson visible y el
Modelo Oculto de Markov, creando aśı el modelo Poisson-HMM. Sin embargo,
el entrenamiento y estimación de este modelo es mucho más complicado. Se dejó
redactado el proceso pero de manera general, por lo que se deja como trabajo
futuro desarrollar este proceso.



46 4 Predicción con datos reales: piezas de taller de TITSA

Por último, en el Caṕıtulo 4, se realizó un estudio de la serie temporal
cedida por TITSA, en la cuál se aplicaron varios de los modelos presentados en
la memoria para la predicción de los filtros de aire necesarios en el taller Central
(Cuevas Blancas). Se ha utilizado el lenguaje de programación estad́ıstico R para
manipular los datos y realizar el análisis del conjunto de datos. Como resultado
se obtuvo que el mejor modelo de predicción para esta serie temporal era el
modelo ARIMA, aunque si observamos la Figura 4.5 observamos que los datos
predichos no se ajustan al conjunto de validación.
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Abstract

K nowing about the evolution of data from short-term observa-
tions has drawn the attention of many scientists.

In this poster, different time series models will be shown. Par-
ticularly, the Poisson Regression Model and the Hidden Markov
Model. Furthermore, the results of a study carried out with real
data provided by TITSA will be shown.

1. Introduction and time series modeling

TIME SERIES MODELS are used to forecast events based on ver-
ified historical data. Some of the most used models in time

series are:

Naı̈ve, SNaı̈ve
Seasonal descomposition
Exponential smoothing
ARIMA, SARIMA
Dynamic linear models

TBATS

Prophet

NNTAR

LSTM

Figure 1: Prediction of the manufacture of electrical equipment
with the SNaı̈ve model.

2. Poisson Regression Model and Hidden Markov Model

IF we go into more complex statistical models we find the Poisson
Regression Model and the Hidden Markov Model.

1. POISSON REGRESSION MODEL
This model is useful for modeling time series data consisting of
integer counts.
Definition 1. The Poisson distribution gives the probability of a
given number of events happening in a fixed interval of time.

Px(k) = e−λt · (λt)
k

k!
Definition 2. The job of the Poisson regression model is to fit
the observed counts yt to the regression matrix X through a func-
tion that expresses the rate vector λ in terms of the regression
coefficients β and the regression matrix X.

yt = λ = eXβ

2. HIDDEN MARKOV MODEL
This model is suitable for modeling dynamic systems, and it is
used for pattern recognition and classification problems.
Definition 3. A sequence of discrete random variables {Ct : t ∈
N} is said to be a Markov chain if ∀t ∈ N it satisfies the Markov
property:

P (Ct+1|Ct, . . . , C1) = P (Ct+1|Ct) = P (Ct+1|C(t))

Definition 4. A hidden Markov model {Yt : t ∈ N} is a particu-
lar kind of dependent mixture. With Y(t) and C(t) representing the
time series past from time 1 to time t. The model can be summa-
rize by:

P (Ct|C(t−1)) = P (Ct|Ct−1), t = 2, 3, . . .

P (Yt|Y(t−1),C(t)) = P (Yt|Ct), t ∈ N

3. Forecasting with real data

THE problem of predicting when the air filters will fail in the
TITSA’s buses is analyzed. This problem must be solved in

order to have enough stock in the workshops.

Figure 2: Training and validation set.

The predictions created by the ARIMA, Exponential Smoothing,
TBATS and Prophet models are:

Figure 3: Forecasting of the four models (ARIMA, Exponential
Smoothing, TBATS and Prophet)

If we compare the goodness of the models, we can say that the
best model that fits the series is the ARIMA model.
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