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Resumen

Este trabajo de fin de grado se encuentra dentro de la linea de trabajos “Deep Learning
en Videojuegos”, cuyo objetivo general es plantear soluciones a diversos problemas
combinando herramientas para el desarrollo de videojuegos con técnicas de aprendizaje
automatico basadas en redes neuronales, mas conocidas ultimamente como Deep
Learning. En esta ocasion, se pretende explorar el aprendizaje por refuerzo en un entorno
realista provisto por el motor de videojuegos Unity, con ayuda del kit de herramientas de
Machine Learning ML-Agents, publicado por el equipo de desarrollo de Unity en GitHub.

Antes de entrar en profundidad en el trabajo, se analiza la historia de esta tecnologia,
términos y conceptos indispensables para comprender su funcionamiento, y su lugar en
un mundo donde actualmente la Inteligencia Artificial tiene mucha fuerza. Una vez
expuesto esto, se procede a los aspectos técnicos del proyecto, asi como su planificacion
inicial y su avance a lo largo del desarrollo, mostrando las simulaciones desarrolladas y
estudiando su funcionamiento. Como cierre a esta memoria, se discuten los resultados
obtenidos a lo largo del proyecto y las posibles mejoras que podrian aplicarse en caso de
continuar con esta linea de trabajo.

Palabras clave: Deep Learning, redes neuronales, aprendizaje automatico, aprendizaje
por refuerzo, Unity, Machine Learning, Inteligencia Artificial.



Abstract

This project is one in the line of projects “Deep Learning in Video Games”, whose
general goal is to present solutions to diverse problems combining tools for game
development with automated learning techniques based on neural networks, known more
lately as Deep Learning. In this occasion, the objective is to explore reinforcement learning
in a realist environment provided by the Unity video game engine, with the help of the
Machine Learning toolkit ML-Agents, published by Unity’s development team in GitHub.

Before going deep into the project, the history of this technology is analysed, along with
terms and concepts that are essential for the understanding of how it works, and its place
in a world where nowadays Atrtificial Intelligence has a lot of strength. Once this is
exposed, we proceed to the technical aspects of the project, as well as its initial planning
and its progress throughout development, showing the developed simulations and
studying how they work. As closure to this document, the results obtained throughout the
project are discussed, along with the possible enhancements that could be applied in case
of continuing with this line of work.

Keywords: Deep Learning, neural networks, automated learning, reinforcement learning,
Unity, Machine Learning, Atrtificial Intelligence.



tndice general

Introducci-n
Aprendizaje automatico
Historia
Situacion actual
Entornos de desarrollo
Arcade Learning Environment
OpenAl Gym

Unity y el aprendizaje por refuerzo
Aprendizaje sin herramientas
ML-Agents toolkit
Herramientas
Funcionamiento
Proximal Policy Optimization Algorithm

El proceso de aprendizaje
Desarrollo del entorno
Programacion de los agentes

Inicializacion del agente

Recoleccion de observaciones

Ejecucion de acciones

Reinicio del agente
Entrenamiento

Simulaciones
Walker
Configuracion
Entrenamiento basico
Entrenamiento con percepcion por rayos
Entrenamiento con obstaculos

10
11
11
12

13
13
13
14
14
15

16
16
16
17
17
17
18
18

20
20
20
21
23
25



Conclusiones 27

Cubo 29
Etapas tempranas 29
Cambio de modelo y optimizacion de la vision 30
Entrenamiento en Pasarela 31

Conclusiones y I2neas futuras 35
Summary and Conclusions 36
Presupuesto 37
Bibliograf?a 38
Figura 2.1: Esquema de un entorno de aprendizaje [12] 14
Figura 4.1: Modelo del agente Walker junto a un despliegue de todas las partes del mismo
21
Figura 4.2: Primeros entrenamientos en el entorno Walker. 22
Figura 4.3: Comparacién de los entrenamientos WalkerOne y BasicWalker. 23
Figura 4.4: Comparacién de los entrenamientos WalkerOne, BasicWalker y WalkerRay. 25
Figura 4.5: Captura del comienzo del entrenamiento WalkerFence4. 26
Figura 4.6: “Muertes” de distintos entrenamientos comparadas con los comienzos de
BasicWalker y WalkerRay 28
Figura 4.7: Entorno Cubo en su etapa mas basica. [16] 29
Figura 4.8: En orden de izquierda a derecha: Roller, CubeRay8 y CubeRay5, frente a los
intentos fallidos 30
Figura 4.9: Comparacién de CubePlatform 1y 3, y CubeObstacles 7, 10 y 12. 32
Figura 4.10: Ejecucion de CubeDetectObs 33
Figura 4.11: Comparacién de CubeObstacles13, CubeStaticObs, CubeExtraLayer,
CubeStrictObs y CubeDetectObs. 34



Cap?tulo 1
Introducci-n

El objetivo de este trabajo es la exploracion del aprendizaje por refuerzo en un entorno
realista provisto por el motor de videojuegos Unity con ayuda de su kit de herramientas de
Machine Learning. Este kit, bautizado ML-Agents y actualmente en desarrollo, incluye
todo tipo de herramientas utiles para la creacion, configuracién, y ejecucién de cualquier
escenario donde se quiera aplicar aprendizaje por refuerzo, ademas de una seleccion de
algoritmos para el entrenamiento de agentes inteligentes en estos entornos mediante una
conexion con la libreria de python Tensorflow. En este proyecto se utiliza el algoritmo
Proximal Policy Optimization (PPO), introducido mas adelante.

Antes de entrar en materia, es necesaria una explicacién de qué es y como funciona el
aprendizaje automatico, repasando algunos de los tipos que existen, para después
continuar con una sencilla introduccion a los entornos de desarrollo y simulacion para el
entrenamiento de inteligencias artificiales.

1.1 Aprendizaje automstico

El aprendizaje automatico, comunmente conocido como Machine Learning, es una
rama del campo de la Inteligencia Artificial que realiza un estudio cientifico de los
algoritmos y modelos estadisticos que utiliza un ordenador para realizar una tarea
especifica sin utilizar instrucciones explicitas. Estos algoritmos construyen un modelo
matematico basandose en datos de ejemplo, o “datos de entrenamiento”, con el objetivo
de poder realizar predicciones o decisiones ante datos completamente nuevos sin haber
sido programados explicitamente para realizar esas tareas

1.1.1 Historia

Los intentos por computerizar procesos de aprendizaje comienzan a surgir alrededor de
la década de los 50 en la busqueda de una inteligencia artificial general equiparable a una
inteligencia humana, pero no es hasta que se reduce el objetivo del aprendizaje a tareas
especializadas que no se hacen avances reales, siendo especialmente significativo el
estudio [1] publicado en 1959 por Arthur L. Samuel utilizando el clasico juego de las
damas para probar algoritmos desarrollados por él mismo. Asi crea dos algoritmos
capaces de jugar a las damas sin ser explicitamente programados para ello: un algoritmo
de aprendizaje por memoria, que almacena todos los movimientos realizados en sus
partidas analizadas junto al valor de la jugada para compararlos con el estado de la
partida a resolver, y un algoritmo de aprendizaje por generalizaciones, el cual descarta el
almacenamiento de todos los movimientos y almacena unicamente una valoracién general
de los movimientos que haya visto previamente.



Aparte del almacenamiento necesario para utilizarlos, la diferencia mas notoria entre
estos algoritmos se encuentra en su toma de decisiones ante distintas situaciones una
vez entrenados. El aprendizaje por memoria presenta una gran habilidad para tomar las
decisiones adecuadas en situaciones de recompensa a largo plazo, o cuando se
requieren técnicas altamente especializadas. Por su parte, el aprendizaje por
generalizaciones muestra ser de gran ayuda en situaciones en las que el abanico de
posibilidades es muy amplio, asi como cuando las recompensas se encuentran a corto
plazo. Ante los resultados obtenidos, Samuel se mostr6 a favor de continuar sus
investigaciones para desarrollar nuevos procedimientos que combinasen ambos
procedimientos. “As a result of these experiments one can say with some certainty that it
is now possible to devise learning schemes which will greatly outperform an average
person and that such learning schemes may eventually be economically feasible as
applied to real-life problems” (Samuel, Arthur L., 1959, p.220). Asi nace el aprendizaje
automatico.

1.1.2 Situaci-n actual

Desde los primeros avances en el campo, mencionados al comienzo de este capitulo,
el estudio del aprendizaje automatico ha avanzado notoriamente. Numerosos algoritmos
surgen constantemente, pero todos ellos pueden dividirse en distintos tipos segun
diversos factores. Basando la division en el resultado que se desea obtener del algoritmo,
se encuentran seis tipos distintos de aprendizaje automatico: aprendizaje supervisado,
aprendizaje no supervisado, aprendizaje semi-supervisado, aprendizaje por refuerzo,
transduccion, y aprendizaje para aprender o meta-aprendizaje. [2]

Los mas basicos de estos aprendizajes son el supervisado y el no supervisado, ambos
caras de una misma moneda. Los dos buscan resolver problemas de clasificacion,
aunque poseen una diferencia fundamental. Mediante el aprendizaje supervisado el
algoritmo entrenara con ayuda de datos cuya clasificacién es conocida, de manera que
sus caracteristicas puedan relacionarse con las caracteristicas de nuevos datos sin una
clasificacion clara. Asi pueden llegar a clasificarse todo tipo de conjuntos de datos, pero
en aquellas ocasiones en que no se dispone de unos datos de entrenamiento con una
clasificacion clara, entra en juego el uso del aprendizaje no supervisado. Esta
aproximacion al problema pretende relacionar cumulos de datos buscando patrones en
sus propiedades estructurales, creando de esta manera sus propias clasificaciones.

Avanzando al aprendizaje por refuerzo, clave en este trabajo, puede considerarse que
tiene sus datos de entrenamiento a medio camino entre estos dos paradigmas. No se
conoce la salida adecuada, correspondiente a las acciones a realizar, para una
determinada entrada, determinada por las observaciones que se tienen sobre el entorno
ademas del estado propio, pero puede saberse si una accién es o0 no correcta, debiendo
continuar la busqueda de la accion adecuada en caso negativo. Este proceso no aplica a
acciones individuales sino a cada secuencia de acciones realizadas en un mismo intento
aislado de cumplir la tarea a dominar, y es que el algoritmo no suele ser recompensado
por estas acciones individuales (a este tipo de algoritmos se les llama algoritmos bandido,
y se alejan de la inteligencia general). Asi, se busca el aprendizaje de estrategias de
control (politicas) que permitan la actuacién en un entorno dinamico desconocido gracias
a la generalizacion de las experiencias obtenidas en los entornos de entrenamiento. [3]
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Cuando se habla en el apartado anterior del estudio de A. L. Samuel en el juego de las
damas puede verse un claro ejemplo de cdmo los juegos pueden ser un magnifico
entorno de prueba para algoritmos de aprendizaje automatico. Esto es gracias a que los
juegos suelen tener una serie de reglas definidas las cuales, junto a un entorno controlado
y simple, dejan un abanico de acciones limitado para el jugador sin dejar de ser un reto
intelectual. Asi encontramos que muchos de los logros en el campo del aprendizaje
automatico, y sobre todo dentro del aprendizaje por refuerzo, son mostrados en juegos, al
principio tan simples como el tres en raya (Michie, Donald, 1963, p.232)[4], complicandose
hasta el nivel del backgammon (Tesauro, Gerald, 1994, p.215) [5], y llegando en la
actualidad a hacerse demostraciones de sistemas que llegan a jugar Go con la habilidad
suficiente para ganar al campedn del mundo en una partida. [6] Pero cuando se vence al
campeon del mundo aun hay espacio para mejora, y €s asi como se comienza a perseguir
un rendimiento superhumano.

AlphaGo, el algoritmo desarrollado por Google que venciera al campedn del mundo en
2016, utiliza una combinacion de aprendizaje supervisado, utilizando partidas entre
jugadores profesionales, y aprendizaje por refuerzo, jugando contra si mismo una vez ha
terminado el aprendizaje inicial. Para lograr un desarrollo superhumano, era necesario
descartar el condicionamiento inicial que genera el aprendizaje mediante partidas
profesionales, y por ello se opta por refinar un algoritmo que uUnicamente entrene
mediante aprendizaje por refuerzo contra si mismo. De esta manera aparece AlphaGo
Zero(Silver, David, et al., 2017, p.354) [7], que tras entrenar durante 72 horas (frente a los
varios meses de entrenamiento de AlphaGo) conociendo Uunicamente las reglas del juego,
es capaz de vencer a su antecesor con una aplastante racha de cien victorias.

1.2 Entornos de desarrollo

Tradicionalmente los entornos de desarrollo en los que se prueban los algoritmos son
propios de cada equipo de desarrolladores, pero por cuestiones de recursos o simple
conveniencia actualmente muchos algoritmos son entrenados utilizando videojuegos
comerciales o los motores graficos de los mismos. A continuacion se abordan dos
entornos disefiados para este fin.

1.2.1 Arcade Learning Environment

El Arcade Learning Environment (Bellemare, Marc G., et al., 2013, p.253) [8], o ALE, es
un entorno de aprendizaje desarrollado con el objetivo de entrenar algoritmos que
alcancen una especie de inteligencia general. Para ello hace uso de un gran numero de
videojuegos de la consola Atari 2600, permitiendo observar en distintos entornos el
desempefio de los algoritmos desarrollados de manera que no se evalue a un agente en
los mismos entornos en los que ha sido entrenado, dado que esto puede dar una
sobreestimacion de las capacidades del algoritmo utilizado.
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Al tratarse de juegos para una consola lanzada en 1977, la complejidad de estos es
relativamente baja para un ser humano, puesto que en su mayoria son juegos en dos
dimensiones y de no muy larga duracion, pero resultan ideales para el estudio de
algoritmos de aprendizaje por refuerzo que generen agentes capaces de alejarse de la
especializacion en un solo juego y se aproximen a una inteligencia general que domine
todos los juegos. Esto es posible gracias a que los juegos son relativamente simples y los
controles de la consola son limitados, dandole al agente un vector de accidén con solo
cinco opciones (arriba, abajo, izquierda, derecha, y disparo) que comparten todos los
juegos, y es que la tecnologia aun no ha avanzado lo suficiente como para dominar
distintas tareas de manera general en entornos mucho mas complicados.

El principal problema de este entorno surge del hecho de que su propdésito sea apoyar
las investigaciones que buscan alcanzar una inteligencia general, pues esto limita el
publico que puede utilizarlo para desarrollar nuevas tecnologias que aprovechen el
aprendizaje por refuerzo. Cuando el objetivo es generar agentes especializados, se
necesitan entornos configurables que se acerquen mas al mundo real.

1.2.2 OpenAl Gym

Por su parte, OpenAl Gym (Brockman, Greg, et al., 2016) [9] ofrece un abanico de
posibilidades mucho mas amplio en lo que a la naturaleza de los entornos de
entrenamiento se refiere. Los entornos disponibles crecen constantemente, a diferencia
de la libreria estatica de videojuegos del ALE, y plantean una gran variedad de problemas
utiles para el entrenamiento de agentes especializados.

La oferta de entornos del OpenAl Gym va desde videojuegos de la Atari 2600 hasta el
complejo simulador de fisicas MuJoCo (Todorov, Emanuel, Tom Erez, and Yuval Tassa,
2012) [10], llegando a contar incluso con un entorno para que los algoritmos entrenados
puedan aprender a comportarse como otros algoritmos, imitando computaciones sencillas.
El problema es que todos estos entornos son controlados por los desarrolladores de
OpenAl Gym, que son quienes deciden qué entornos son afiadidos a la aplicacion. Esto
limita a los usuarios pues, aunque abstraer el entorno para que los escenarios sirvan
como un estandar en el que comparar distintos algoritmos pueda ser de ayuda para
muchos desarrolladores, dificulta el trabajo de usuarios mas alejados de la investigacion
cientifica que unicamente buscan una manera de probar e implementar el aprendizaje por
refuerzo con algoritmos ya existentes en soluciones propias.
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Cap?tulo 2
Unity y el aprendizaje por refuerzo

En lo que a motores de videojuegos se refiere, Unity es una de las aplicaciones mas
cercanas a sus usuarios, con herramientas disponibles de forma completamente gratuita y
una gran comunidad de desarrolladores. Es utilizado tanto para su objetivo original, la
creacion de videojuegos, como para investigaciones que hacen uso del motor para
simular entornos con fines tan diversos como ayudar en el tratamiento de trastornos
mentales [14]. Con incontables productos en el mercado, es una tecnologia con mejoras
constantes.

2.1 Aprendizaje sin herramientas

Unity se ha usado como entorno de aprendizaje con anterioridad, siendo utilizadas
adaptaciones de algoritmos simples para el entrenamiento de agentes inteligentes que
pueden ser utilizados como personajes no jugables, o como personajes principales
cuando la diversion proviene de la evolucion del agente durante su entrenamiento.

El problema de esta aproximacion radica ya no solo en la dificultad que implica
programar un algoritmo de aprendizaje automatico en un entorno que no esta disefiado
para ello, sino en la configuracion del agente que va a hacer uso del algoritmo para
aprender, y es que aunque Unity permite el uso de programas escritos en C# durante la
ejecucion de un juego, la cantidad de ajustes que puede llegar a necesitar la configuracion
de un agente a lo largo de los entrenamientos hace bastante poco accesible este entorno
para usuarios interesados en el aprendizaje automatico. Es por ello que, aunque pueden
encontrarse proyectos que hacen uso de este entorno para experimentar con aprendizaje
por refuerzo desde cero [11], no comienza a ser utilizado por la comunidad cientifica hasta
el lanzamiento en 2017 de la versiéon 0.1 del “ML-Agents toolkit” [12], un kit de
herramientas de aprendizaje automatico publicado por los desarrolladores de Unity.

2.2 ML-Agents toolkit

Con la llegada de este kit de herramientas, Unity pasa a ser un entorno de gran
accesibilidad tanto para investigadores como para usuarios mas casuales, y notandose su
impacto en la comunidad de Unity con la aparicion de proyectos muy interesantes, como
adaptaciones de entornos de OpenAl Gym [13]. Este lanzamiento forma parte de la
iniciativa de Unity por hacer que su plataforma se convierta en el entorno de referencia
para la investigacién en Inteligencia Artificial, y junto a la potencia creativa del editor
queda un entorno de desarrollo muy potente, con posibilidad de editar los escenarios a
voluntad con distintas opciones fisicas sin dejar de lado la configuracién de los agentes y
la posibilidad de cargar algoritmos de disefio propio.
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2.2.1 Herramientas

La principal mejora que trae este kit a la plataforma es la conexion de Unity con una
APl de Python, y es que con esto se permite el uso, sin librerias de terceros, de la que
posiblemente sea la libreria mas importante en este campo, TensorFlow, una versién
abierta del cédigo utilizado por Google para su investigacién con Google Brain. A través
de Tensorflow se programan y ejecutan la mayoria de algoritmos de aprendizaje
automatico, y Unity los trae a su plataforma haciendo uso de una conexién mediante
protocolos gRPC para controlar desde Python la simulacion que tiene lugar en el motor
Unity.

Esta conexidon viene acompainada de un kit de desarrollo de software con el que poder
convertir cualquier escena construida en el editor en un entorno de aprendizaje, existiendo
tres componentes esenciales: Agente, Cerebro y Academia. [12]

2.2.2 Funcionamiento

Los componentes de un entorno de aprendizaje se encuentran en una
retroalimentacion constante durante el proceso de entrenamiento. Los Agentes se
encargan de obtener informacién del entorno y transmitirla a sus respectivos Cerebros, de
quienes reciben la siguiente accion a ejecutar. Cada Cerebro puede estar conectado a
cualquier numero de Agentes, con la unica condicién de que sus espacios de accion y
observacion coincidan, y son responsables de la toma de decisiones siguiendo cuatro
modelos posibles segun el proceso que sigan. Existen las opciones de controlar
manualmente a los agentes con un cerebro Player (lo cual es interesante para casos de
aprendizaje por imitacién o simplemente para probar el correcto funcionamiento de un
Agente), tomar decisiones mediante heuristicas, ejecutar un modelo de aprendizaje
interno que realice todos los calculos desde C#, o hacer uso de un cerebro externo que se
beneficie de las bondades de TensorFlow. En este ultimo caso el flujo de informacion es
constante entre el Cerebro y la APl de Python a través de la Academia, que es la
encargada de controlar tanto el propio entorno de aprendizaje como las condiciones en
las que se ejecuta la simulacién. En la figura 2.1 puede apreciarse el funcionamiento de
estos componentes de una manera mas visual.

Brain A Brain B Brain C Brain D
(Internal) (Heuristic) (External) (External)
Academy - .......'.’ Python API

Figura 2.1: Esquema de un entorno de aprendizaje [12]
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2.2.3 Proximal Policy Optimization Algorithm

Si bien se ofrecen una serie de algoritmos base con los que experimentar la conexion
con TensorFlow en este entorno, el mas utilizado a la hora de mostrar las bondades de
este kit de herramientas es una implementacion de un algoritmo PPO, o “Proximal Policy
Optimization”(Schulman, John, et al., 2017) [15], el cual es un tipo de algoritmo de
aprendizaje profundo por refuerzo (es decir, aprendizaje por refuerzo con la ayuda de
redes neuronales para el aprendizaje de politicas con funciones no lineales) relativamente
nuevo que ha arrojado muy buenos resultados a la par o incluso mejor que algoritmos
referentes en la investigacion del aprendizaje por refuerzo pero con una mayor facilidad
de configuracion e implementacion.

Este algoritmo surge del analisis de los algoritmos ya existentes, observando donde
fallan y analizando el por qué. Muchas veces al entrenar un algoritmo clasico surge el
problema de que se intenta mejorar en la direccion incorrecta y esto deja al agente en un
mal lugar para continuar su entrenamiento, lo cual se puede arreglar implementando
regiones de confianza en las que probar nuevas soluciones antes de renovar las politicas.
Para evitar grandes cambios y aportar estabilidad al entrenamiento, se plantea la
limitacion de como de diferente puede ser una nueva politica respecto a la anterior
mediante una serie de calculos de gran complejidad. Esta complejidad es un problema
dado que estos calculos necesitan ejecutarse millones de veces, asi que con el PPO se
opta por hacer una adaptacién de los algoritmos clasicos para que sus calculos se
acerquen a los ideales mediante la adicion de pequefias limitaciones con una nueva
funcién bautizada “Clipped surrogate objective function”, que constantemente limita los
cambios en las politicas.
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Cap?tulo 3
El proceso de aprendizaje

Con un conocimiento basico de la tecnologia, puede comenzarse a experimentar con
ella. Para ello es necesario, teniendo desde el principio una vision de las acciones que se
quiere ensefar al agente, desarrollar el entorno de entrenamiento, programar los agentes
y ejecutar y supervisar el entrenamiento.

3.1 Desarrollo del entorno

Si bien pueden tenerse en mente muchas ideas alimentadas por los grandes proyectos
que desarrollan empresas como Google u OpenAl, muchas veces la tecnologia puede
quedarse corta en cuanto a su capacidad para aprender a realizar ciertas tareas, o
simplemente puede pecarse de un mal disefio que afecte negativamente al aprendizaje.
Es por ello que se deben desarrollar entornos simples e ir avanzando hacia la situaciéon
deseada tras comprobar que un aprendizaje correcto es posible.

A la hora de integrar los modelos de obstaculos u otros objetos con los que deban
interactuar los agentes debe tenerse en cuenta que Unity no es un entorno de disefio 3D y
por tanto no posee las herramientas para crear disefos realistas en el propio editor. Para
cubrir este problema, si no se tienen conocimientos y acceso a programas de edicion 3D,
se recomienda el uso de utilidades como la Asset Store de Unity, que permite obtener
toda clase de recursos para su uso en el editor, muchos de ellos de forma gratuita.

El modelo que vaya a usarse de Agente ha de colocarse en la posicion en donde se
quiera que comience el entrenamiento, teniendo en cuenta su postura en caso de que se
tenga en mente un disefo que haga uso directo de las articulaciones del modelo.

3.2 Programaci-n de los agentes

Una vez se conocen el reto a afrontar y las condiciones del entorno en que entrenaran
los agentes, puede comenzarse la programacion de éstos, la cual se realiza en C#
heredando de wuna clase abstracta Agent preparada para realizar todas las
comunicaciones pertinentes con el resto de elementos. Esta clase permite el control de
muchas de las variables del agente desde el editor de Unity, y en ella destacan cuatro
métodos utilizados para la inicializacion del agente, la recoleccidn de observaciones, la
ejecucion de acciones, y el reinicio del agente. Todos estos métodos se han de
personalizar en el codigo del agente mediante un override.
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