Escuela Superior
de Ingenieria y Tecnologia

Universidad de La Laguna

Trabajo de Fin de Grado

Grado en Ingenieria Informéatica

Deep Learning para el
diagnoéstico de glaucoma en

imagenes de fondo de ojo

Deep Learning to diagnose glaucoma in eye fundus tmages

Angel Luis Morales Hernéndez

La Laguna, 5 de julio de 2019



D. José Francisco Sigut Saavedra, con N.LLF. 43.786.043-T profesor Titular de
Universidad adscrito al Departamento de Ingenieria Informética y de Sistemas de la
Universidad de La Laguna, como tutor

D. Valentin Tinguaro Diaz Aleman, con N.LF. 54.043.074-C Médico Adjunto de
Servicio de Oftalmologia del Hospital Universitario de Canarias , como cotutor

CERTIFICA (N)

Que la presente memoria titulada:

“Deep Learning para el diagnostico de glaucoma en imdgenes de fondo de ojo”

ha sido realizada bajo su direccién por D. Angel Luis Morales Hernéndez,

con N.LLF. 54.109.201-E.

Y para que asi conste, en cumplimiento de la legislacion vigente y a los efectos oportunos
firman la presente en La Laguna a 5 de julio de 2019



Agradecimientos

En primer lugar, agradecer a mi tutor D. José Francisco Sigut Saavedra por
saber orientarme en este proyecto, por todo el apoyo y la ayuda dada.
También a mi co-tutor D. Valentin Tinguaro Diaz Aleméan, por sus
conocimientos médicos y su positivismo.

En segundo lugar, agradecer a mi pareja, el cual me ha animado siempre a
continuar, apoyandome en los momentos mas dificiles.

Por 1ltimo, pero no menos importante a mi familia y amigos, ya que siempre
estaban presentes cuando se les necesitaba y me ayudaban a desconectar y

pasar un buen momento.



Licencia

©080

© Esta obra esta bajo una licencia de Creative Commons
Reconocimiento-NoComercial-Compartirlgual 4.0 Internacional.



Resumen

Las redes neuronales artificiales se aplican cada vez mds en multitud de dmbitos sobre
todo a partir del gran avance producido en los ltimos anos con el aprendizaje profundo
(Deep learning) y las redes neuronales convolucionales para el procesamiento de imégenes.
Uno de estos ambitos es la medicina, mostrandose como herramientas de diagndstico muy
potentes aprendiendo a partir de conjuntos de imdgenes de diferentes patologias. Sin
embargo, un requisito imprescindible para la utilizacion generalizada y rutinaria de este tipo
de sistemas en este ambito es su capacidad para explicar las decisiones tomadas. Es por ello
que este trabajo se ha planteado como una primera aproximacion a este punto crucial a
través del estudio de algunas de las técnicas de visualizacion e interpretacion mas estandar
aplicadas al diagnostico del glaucoma con el objetivo de ver hasta qué punto son capaces de
arrojar luz sobre el comportamiento de la red neuronal.

Palabras clave: Red Neuronal Convolucional, Glaucoma, Grad-CAM, OCT,

Retinografias, Imagenes de fondo de ojo



Abstract

Artificial neural networks are applied more and more in a multitude of areas, especially
since the great advance produced in recent years with deep learning and convolutional neural
networks for image processing. One of these areas is medicine, showing itself as very powerful
diagnostic tools learning from sets of images of different pathologies. However, an essential
requirement for the widespread and routine use of this type of systems in this area is its
ability to explain the decisions taken. That is why this work has been proposed as a first
approach to this crucial point through the study of some of the most standard visualization
and interpretation techniques applied to the diagnosis of glaucoma in order to see to what
extent they are capable of shedding light about the behavior of the neural network.

Keywords: CNN, Glaucoma, OCT, Grad-CAM, Retinography, Eye Fundus Image.
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Capitulo 1: Introduccién

1.1 Antecedentes

Una de las patologias més graves que pueden afectar al ojo es el glaucoma, la cual puede provocar
ceguera irreversible si no se consigue tratar a tiempo. Esta enfermedad tiene un diagnostico bastante
complicado, més altin en sus etapas mas tempranas. Existen técnicas diagnosticas como la Tomografia
de Coherencia Optica (OCT) que resultan muy eficaces y precisas, pero son muy costosas por lo que
se hace necesario disponer de otro tipo de técnicas méas asequibles como las basadas en retinografias
que son, simplemente, fotos en color de la retina. Existen diferentes caracteristicas de la retina que
pueden servir como indicadores de un posible glaucoma, sobre todo en la cabeza del nervio 6ptico o
papila. Estas caracteristicas pueden ser extraidas segun el criterio de un oftalmologo experto o a
través de un sistema automatico que se encargue de ello. Es aqui donde entran en juego las redes
neuronales convolucionales y el Deep learning. Si se dispone del nimero de datos suficientes, en este
caso imégenes de ojos normales y glaucomatosos, podemos entrenar este tipo de redes para obtener
un diagnostico. A pesar de los buenos resultados que se han logrado con este tipo de sistemas, una
asignatura pendiente que queda por resolver es su caracter de caja negra en el sentido de que no
sabemos cémo se ha llegado a dicho diagnéstico, y al ser una aplicaciéon médica es de vital
importancia este hecho si se pretende utilizarla en este &mbito.

1.2 Objetivos propuestos

Este trabajo se plantea, principalmente, como una primera aproximacion al andlisis de técnicas
de visualizacién e interpretacion del comportamiento de las redes neuronales artificiales aplicadas al
diagnéstico del glaucoma. Para ello se han probado algunas de las técnicas estandar mas conocidas
y utilizadas sobre una de las redes neuronales convolucionales mas populares, la VGG16. El objetivo
que se persigue es comprobar hasta qué punto estas técnicas permiten explicar las decisiones tomadas
por la red y si existe coincidencia con lo que el médico especialista haria en cada caso. Ademas, dado
que se han utilizado imagenes de diferente naturaleza, en color e infrarrojo, parece interesante ver,
también, si existen diferencias entre unas y otras en lo que se refiere al uso de estas técnicas.

1.3 Fases

Para cumplir con los objetivos propuestos hizo falta dividir el trabajo en diferentes tareas a
realizar:

1) Revision de técnicas de visualizacion estandar relacionadas con el problema a tratar.

2) Partiendo de redes neuronales entrenadas con retinografias e imagenes de OCT, aplicar las
técnicas seleccionadas y generar resultados.

3) Analisis de los resultados obtenidos y comparacion entre las imégenes de infrarrojo y color.

4) Discusién con el médico y conclusiones.



Capitulo 2: Estado del arte

Aunque las técnicas de visualizacion e interpretacién del comportamiento de las redes neuronales
convolucionales se empiezan a usar cada vez con mas frecuencia en todo tipo de problemas, en el
caso concreto del diagnéstico basado en imagenes de fondo de ojo, su utilizacién es todavia bastante
limitada. A continuacion, se muestran algunos ejemplos de trabajos relacionados en los que se hace
referencia a este tipo de técnicas, pero en ningin caso como el objetivo principal de los mismos sino
de forma méas bien anecdoética, sobre unas pocas imagenes, para justificar la coincidencia con lo
predicho por el médico especialista.

El primer caso de todos es el de Stefan Maetschke et al, en el articulo “A feature agnostic approach
for glaucoma detection in OCT volumes”, publicado en 2019 [1]. En dicho articulo se habla de como,
para determinar si una persona padece glaucoma, se utilizan siempre imagenes segmentadas o partes
oculares especificas. Por ello, se propuso que la red neuronal trabaje directamente con los voliimenes
de datos en OCT sin modificar, usando una CNN de tres dimensiones. Se comparé la precision de
este procedimiento con otros algoritmos de machine learning basados en caracteristicas, demostrando
asi su superioridad sobre los mismos a pesar de que debido a limitaciones de hardware, se tuvo que
utilizar una red con solo cinco capas y filtros pequefios.

Como técnica de visualizacion se utilizé CAM (Class Activation Maps), como se muestra en la
Figura 2.1.

enface side

POAG

Figura 2.1: CAM de un ojo sano y otro glaucomatoso en la fila de arriba se representa un ojo
glaucomatoso y en la de debajo a uno sano (T: Temporal, N:Nasal, S: Superior, I: Inferior). Extraido

de [1]

El segundo caso es el de M. Kim et al, en el articulo “Computer-Aided Diagnosis and Localization
of Glaucoma Using Deep Learning” [2], en este estudio el objetivo principal fue investigar si era
viable crear una red neuronal convolucional de extremo a extremo, para el diagnostico y la
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localizacion del glaucoma, teniendo acceso solo a un nimero limitado de imagenes médicas sin
segmentar. Se utilizaron imagenes de fondo de ojo en color (retinografia completa) y una red neuronal
VGG16 y otra VGG19, modificando su estructura para aprovechar un modelo pre-entrenado de
ImageNet.

Los resultados calculados sobre la base de datos de imagenes del Samsung Medical Center en Seul
fueron prometedores. Para la visualizacion de la red se uso6 la técnica Grad-CAM como se muestra
en la Figura 2.2.

Figura 2.2: Red Neuronal localizando las zonas sospechosas correctamente. FExtraido

de [2].

El tercer caso es de S. Phan et al, en el estudio “Evaluation of Deep convolutional networks for
glaucoma detection” [3], en este articulo, se utilizaron tres redes neuronales convolucionales y tres
datasets de imagenes de fondo de ojo a color, para diferenciar si un paciente padece glaucoma o no.
Los modelos de las redes utilizadas fueron ResNet, VGG y DenseNet.

El método de visualizacién que se usé fue CAM, como se muestra en la Figura 2-3. A partir de
los resultados de este método, se demostrd que el area del disco 6ptico sigue siendo una parte
fundamental en el diagnostico del glaucoma, aunque se comprobd que la calidad de las imagenes
afectaba a la capacidad de discriminacion.
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Figura 2.3: Representacion de los heatmaps creado por Grad-CAM. Extraido de [3].

El cuarto caso es de G. An et al, en el articulo “Glaucoma Diagnosis with Machine Learning Base
don Optical Coherence Tomography and Color Fundus Images” [4], en este estudio, se utilizaron
imagenes de color y OCT para alimentar la entrada de la red neuronal, con el objetivo de diferenciar
un ojo glaucomatoso de uno completamente sano. Para cumplir dicho cometido, se us6é una red
neuronal VGG19, utilizando un modelo de aprendizaje transferido (transfer learning) a partir de una,
red entrenada con ImageNet. El método de visualizacion utilizado fue Grad-CAM. Como se puede
observar en los mapas de calor de la Figura 2.4, la primera fila es una representacion a escala de
grises de una imagen de fondo de ojo, la segunda es un mapa de grosor de la capa de la fibra nerviosa
de la retina y la tercera es otro mapa de grosor de la célula ganglionar de la macula. Como conclusion,
el experimento dio resultados satisfactorios ya que podria usarse potencialmente para detectar un
estado temprano de la enfermedad.
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Figura 2.4: Mapas de calor de dos casos glaucomatosos y otro sano. Extraido de [4]

En este ultimo caso, es el de M. Christopher et al, en el articulo “Performance of Deep Learning
Architectures and Transfer Learning for Detecting Glaucomatous Optic Neuropathy in Fundus
Photographs” [5], en el cual, el estudio se centrd en detectar glaucoma utilizando imégenes de fondo
de ojo en pacientes que son clinica y demograficamente diferentes, diferenciandolos por la raza, la
edad y el sexo. Referente a las redes neuronales, se usaron tres modelos diferentes de estas: una
VGG16, una Inception v3 y una ResNetb0, y por cada una de ellas se evaluaron dos versiones: una
nativa y la otra de aprendizaje transferido (Transfer Learning).

Para el desarrollo de la investigacion se utilizaron imagenes recopiladas a partir de dos estudios
diferentes: el primero de ellos fue el ADAGES (The African Descent and Glaucoma Evaluation
Study) y el segundo fue el DIGS (Diagnostic Innovation in Glaucoma Study). Se consiguié detectar
y localizar el glaucoma con una gran precision en la mayoria de los casos, siendo el modelo de
aprendizaje transferido con la arquitectura ResNet50 el que mejores resultados obtuvo.

En este caso, la técnica de visualizacion utilizada fue la de oclusion para cuantificar el impacto
de cada regiéon en la prediccion del modelo, dando como resultado un mapa de calor con las zonas
mas importantes de la imagen, como se muestra en la Figura 2.5.
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Figura 2.5: Mapa de calor de la visualizacion por oclusion. Extraido de [5]



Capitulo 3: Desarrollo del proyecto

En este apartado se expondra los materiales y procedimientos utilizados en la realizacion de este
TFG, asi como los resultados obtenidos y los problemas encontrados en este trabajo.

3.1 Materiales utilizados

3.1.1 Bases de datos de imagenes

En el diagnéstico del glaucoma, la cabeza del nervio éptico (nos referiremos a ella también como
disco éptico o papila) juega un papel fundamental y es por ello por lo que las imagenes utilizadas en
este trabajo estan centradas en esta parte de nuestra anatomia. Ademas, dichas imagenes son de dos
tipos. Por un lado, se han utilizado imagenes de color del disco éptico en RGB, adquiridas con un
aparato llamado retinografo, y por otro, imagenes equivalentes capturadas con un Tomoégrafo de
Coherencia Optica.

Las imagenes en color estan agrupadas en una base de datos llamada RIM-ONE enfocada
principalmente en el diagnéstico de glaucoma. Actualmente hay tres versiones publicamente
disponibles, cuyas imégenes se han recortado para descartar aquellas partes de la retina que no
pertenecen a la zona de la cabeza del nervio éptico. Para este trabajo, hemos considerado una nueva
version que combina las tres anteriores, eliminando algunas repeticiones e imagenes con un
diagnostico no demasiado claro. En total, se han usado 495 imagenes, 314 correspondientes a casos
diagnosticados como normales y 181 como glaucomas.

Para dos de las técnicas analizadas, concretamente la Grad-CAM y la de oclusién, se segmentaron
manualmente 30 imagenes en color normales y 30 con glaucoma con el propésito de distinguir las
tres partes principales: fondo de la imagen, disco 6ptico y vasos. Para ello se utilizo la aplicacion
MRSeg desarrollada a partir de un trabajo de fin de grado en el ano 2013, por Sergio Jestus Garcia
Llarena [6].

Como se acaba de comentar, para la captura de imagenes de papila en infrarrojo se utilizdé un
Tomoégrafo de Coherencia Optica (OCT). El OCT es una técnica diagndstica que utiliza luz de baja
coherencia del infrarrojo cercano para registrar imagenes de dos y tres dimensiones. Concretamente,
en nuestro trabajo hemos utilizado un OCT-Spectralis® (Heidelberg Engineering, Heidelberg,
Alemania) de tipo spectral-domain que trabaja a una longitud de onda de 870 nm. En total, se han
usado 316 imagenes de las que 131 fueron diagnosticadas como normales por el especialista y los 185
restantes como casos de glaucoma.

Hay que decir que, aunque las pruebas experimentales llevadas a cabo se han realizado sobre todas
las imagenes, a efectos de poder mostrar algunos resultados en esta memoria, el oftalmélogo ha
seleccionado cuatro ejemplos representativos, dos normales en color e infrarrojo (Figura 3.1) y dos
con glaucoma en color e infrarrojo (Figura 3.2). Los resultados obtenidos para todas las imagenes
con algunas de las técnicas utilizadas se pueden consultar en el siguiente enlace:

https://drive.google.com/open?id=1mN-b1QwX0E1Y5GGW5USau-RGP6rZ5ECh



Figura 3.2: Imagen en infrarrojo y color del nervio optico de un ojo glaucomatoso

3.1.2 Tecnologias utilizadas

Para este proyecto, se ha utilizado Keras que es una biblioteca desarrollada en Python y centrada
en facilitar el uso de Redes Neuronales y Deep Learning, siendo su desarrollador principal y
mantenedor el ingeniero de Google, Frangois Chollet. También se us6 una red neuronal convolucional
VGG16 para trabajar con los datasets de OCT y RIM-ONE. Las VGG provienen del Grupo de
Geometria Visual de Oxford (Visual Geometry Group) que siendo introducidas por Simonyan y
Zisserman han conseguido ser una de las arquitecturas de redes neuronales convolucionales mas
ampliamente usadas. Hay dos tipos representativos de esta CNN, la VGG16 y la VGG19, teniendo
cada una 16 y 19 capas de pesos respectivamente. Como ya se ha mencionado anteriormente, en este
proyecto se usara la primera de estas arquitecturas, compuesta fundamentalmente por tres tipos de
capas [7]:

e (apas convolucionales en las que, como su propio nombre indica, se llevan a cabo
operaciones de convolucion de forma jerarquica sobre la salida de capas anteriores. La
convolucion es una operacion de sumas y productos que permite generar los mapas de
caracteristicas.

e (Capas de pooling que consiste, basicamente, en hacer un downsampling de los mapas de
caracteristicas, usualmente utilizando el promedio o el maximo.

e (Capas totalmente conectadas en las que se pierde la informacién espacial y son las que
anteceden, habitualmente, a la capa de salida.
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En la Figura 3.3 se puede observar la estructura de una red neuronal VGG16 con los elementos
mencionados.
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Figura 3.3: Arquitectura de una VGG16. Extraido de [7].

3.2 Descripcién de los métodos de visualizacién

3.2.1 Visualizacion de las activaciones de las

neuronas

Para esta seccién[8], se entenderd por activacion la salida de las diferentes capas de la red neuronal
para una determinada imagen de entrada. Cada capa o mapa de caracteristicas tiene tres
dimensiones: anchura, altura y profundidad, correspondiendo esta ultima a los diferentes canales que
codifican caracteristicas relativamente independientes. La idea de esta técnica es visualizar en 2D
las activaciones de las neuronas de dichos canales.

3.2.2 Visualizacion de los filtros de convolucion

Esta forma de visualizacion [9], al contrario que la expuesta anteriormente, no toma como referencia
una imagen de entrada concreta, sino que es un método mas global que pretende mostrar el
comportamiento de los filtros que la red ha aprendido a través de los parametros o pesos de los que
dependen. Para las primeras capas es posible interpretar los valores de estos pesos ya que suelen ser
detectores de bordes u otras caracteristicas de muy bajo nivel, pero para capas mas profundas es
muy dificil llegar a tener intuicién sobre el problema. Es por eso por lo que en lugar de intentar
visualizar los pesos directamente, se hace a través de un procedimiento mas indirecto que busca
generar imagenes que maximicen la salida de los diferentes filtros. El procedimiento en si consiste en
aplicar el gradiente estocastico descendente para ajustar los valores de una imagen de entrada que
maximice las activaciones de las neuronas de un filtro o canal especifico, partiendo de una imagen



con valores aleatorios. Gracias a este procedimiento, se puede saber a qué patrones o texturas son
mas sensibles los distintos filtros, aunque a veces resulte complicada la interpretacion de los patrones
visualizados.

3.2.3 Visualizacion basada en Gradient
Backpropagation

Este tipo de visualizacion es un nombre genérico para diferentes técnicas que tienen como
caracteristica comun que en todas ellas se invierte el flujo de informacién a través de la red,
propagando una senial hacia atras desde las neuronas de salida de un determinado canal a través de
todas las capas hasta llegar a la imagen de entrada con el fin de saber qué pixeles de la misma son
los que han contribuido en mayor medida a la activacién de dicha neurona. Las tres técnicas mas
estandar en este contexto son: Vanilla Backpropagation, Deconvolutional Networks y Guided
Backpropagation.

Vanilla Backpropagation es la técnica mas basica y consiste en propagar la senal hacia atras, después
de propagarla hacia adelante, para calcular el gradiente de la activacién con respecto a la imagen de
entrada.

Las Deconvnet o redes deconvolucionales, son modelos de redes neuronales convolucionales
conteniendo los mismos componentes de pooling y de filtrado, pero usandolos de manera inversa, es
decir, en vez de mapear los pixeles a las caracteristicas, hace lo contrario. Esto ayuda a tener siempre
una forma de volver a los pixeles de la imagen y comprobar qué partes hacen que se active el mapa
de caracteristicas utilizado. La principal diferencia con la técnica anterior es la manera en la que se
gestiona la propagacién hacia atras a través de las unidades lineales rectificadas (ReLU).

Con los dos métodos anteriores se obtienen, por lo general, imagenes bastante ruidosas. La técnica
Guided Backpropagation[10] se puede considerar como una modificacién de la técnica Deconv y se
denomina asi porque se anade una senal que sirve de guia con respecto al backpropagation usual,
dando como resultado imagenes con una mayor calidad de visualizacion. Por este motivo, en este
trabajo, nos hemos centrado en esta ultima técnica. La Figura 3.4 muestra de forma esquematica el
funcionamiento de los tres métodos y sus diferencias.
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Figura 3.4: Esquema de visualizacion de activaciones de las neuronas de las capas mds altas

3.2.4 Visualizacion basada en Mapas de Activaciéon
de Clases

En este apartado se abordan dos de las técnicas mas utilizadas para la visualizacion del
comportamiento de las redes: CAM (Class Activation Map) y Grad-CAM.

El método CAM permite, dada una imagen de entrada, saber qué partes de dicha imagen han
sido mas determinantes con respecto al valor de probabilidad asignado a una cierta clase utilizando
los mapas de activacion de las neuronas de la capa de convolucién mas profunda y que, por lo tanto,
responde a caracteristicas de mas alto nivel. El principal invconveniente de esta técnica es que
requiere la modificacion de la arquitectura de la red para reemplazar las capas totalmente conectadas
por capas de convolucién y pooling, lo que ademas implica tener que reentrenar el sistema.

Grad-CAM][11] se puede considerar como una generalizacién de la técnica CAM que evita estos
inconvenientes. Para ello, aprovecha la informacién del gradiente de las activaciones de la capa de
convolucion mas profunda con respecto a una determinada clase de salida. A continuacién, se
muestra de forma esquematica lo que serian los pasos a seguir para aplicar esta técnica:

1. Tomamos el mapa de caracteristicas de la capa de convolucién final como Fi, F, ..., F.. La
imagen de entrada la tomamos como Iy, la clase de referencia ¢ y la prediccion para esa
clase como como S.(Ip).

2. Los pesos (w1, W, ... , wu) para cada pixel en Fy,Fs,....F, son calculados a partir del gradiente
de la prediccion con respecto a cada mapa de caracteristicas:

as. '
u.r.;:=ﬂ—t;;b.1$’z=l...n

3. Los pesos y las activaciones correspondientes del mapa de caracteristicas son multiplicadas
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para calcular las activaciones ponderadas (A1, As, .., A,) para cada pixel en el mapa de
caracteristicas.

ﬂt-zwt-tﬁ;"ﬁ"iZI...ﬂ

4. Las activaciones ponderadas de los distintos canales de la capa se suman a nivel de pixel
para indicar la importancia de cada uno en el mapa definitivo de importancia de las
caracteristicas Hi; como:

H ;=% Afi,j)vi=1...n

Dicho mapa debe ser re-escalado a la resolucién de la imagen original y se representa a través de
un mapa de calor.

3.2.5 Visualizacion basada en oclusion

Esta sencilla técnica[12] se encuadra en lo que se conoce como métodos de perturbacién que consisten
en alterar la imagen de entrada y ver el efecto que esto tiene en la probabilidad asignada por una
determinada clase. En el caso concreto de la oclusion, lo mas habitual es poner a cero una parte de
la imagen (normalmente una ventana cuadrada) y ver en qué partes de esta disminuye el valor de
probabilidad lo que resulta indicativo de la importancia de esa parte especifica en la prediccion de
la red. Al igual que ocurre con las técnicas del apartado anterior, el resultado también se suele
mostrar en forma de mapa de calor.

3.3 Resultados y discusiéon

3.3.1 Visualizacion por activaciones intermedias

A continuacién, se presentan los resultados obtenidos para las imégenes de prueba seleccionadas.
Por simplicidad y motivos de espacio, se muestran solo los resultados correspondientes a la primera
capa (blockl_convl), una intermedia (block2 conv2) y la dultima capa de convolucién
(blockb__conv3) para una imagen de color y otra de infrarrojo.

block1_convl

3000

Figura 3.5: Activacion intermedia de imagen con glaucoma a color blockl _convl
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Figura 3.7: Activacion intermedia de imagen con glaucoma a color block5__conv3
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Figura 3.8: Activacion intermedia de imagen sin glaucoma en OCT blockl__convl

Figura 3.9: Activacion intermedia de imagen sin glaucoma en OCT block8 conv2
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block5_pool

Figura 3.10: Activacion intermedia de imagen sin glaucoma en OCT block5 conv3
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Lo que se puede observar es mas o menos lo esperado. Las neuronas de las primeras capas
responden a caracteristicas de bajo nivel, como bordes, aunque también se aprecia una activacion
conjunta en partes significativas como vasos y partes de la papila, y bastante redundancia. A medida
que vamos hacia capas mas profundas, las activaciones se hacen més dificiles de interpretar, y ya en
la altima capa de convolucién hay bastantes filtros que no dan ninguna respuesta lo cual se debe a
que el patréon codificado por dichos filtros no aparece en la imagen concreta que se ha utilizado como
imagen de entrada.

3.3.2 Visualizacién por filtros

Por simplicidad, se muestran los resultados correspondientes a los 64 filtros con mayores
activaciones en cada capa, y se incluyen las mismas capas que en el apartado anterior.

Figura 3.11 Filtros imagen en color block convl
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Figura 3.12 Filtros de imagen a color block3 conv2

Figura 3.13 Filtros de imagen a color block5__conv3
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Figura 3.14: Filtros OCT blockl__convl
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Figura 3.15: Filtros OCT block3_conv?2

Figura 3.16: Filtros OCT block5__conv3
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Los patrones que aparecen en la primera capa y en la intermedia son similares a los que se pueden
encontrar en redes entrenadas para otro tipo de problemas que no tienen que ver con este trabajo.
Sin embargo, en la tltima capa si que se observan algunos patrones mas caracteristicos que pueden
identificarse con las estructuras habituales en este tipo de iméagenes, especialmente en el caso de las
imagenes de infrarrojo donde destacan lo que parecen fibras nerviosas e incluso el perfil de lo que
seria la papila. En las iméagenes en color hay un patréon que ser repite mucho que se podria identificar
con el paquete vascular de la papila.

3.3.3 Visualizacion por Guided Backpropagation

A continuacién, se muestran los resultados encontrados tras la aplicacion de la técnica Guided
Backpropagation.

Imagen original Guided Backprop

Figura 3.17: Guided Backpropagation de una tmagen a color con glaucoma

Imagen original Guided Backprop

Figura 3.18: Guided Backpropagation de una imagen a color sin glaucoma
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Imagen original Guided Backprop

Figura 3.20: Guided Backpropagation de una imagen en OCT sin glaucoma

Como ya comentamos en la descripcion de este método, se trata de ver a nivel de pixel la influencia
de los mismos en la activacion, en este caso, de las neuronas de la capa de convoluciéon méas profunda
(block5-conv3). La principal ventaja de esta técnica es, precisamente, que da bastante detalle sobre
aquello en lo que mas se fija la red, pero, por contra, no discrimina bien las clases consideradas, lo
que puede llevar a destacar partes de la imagen que no son realmente tan relevantes para una
determinada clase, en este caso, glaucoma o no glaucoma. Ademas, como se puede observar, la salida
es bastante ruidosa, lo que dificulta su interpretacion.

3.3.4 Visualizacion por Grad-CAM

A continuacion, se muestran los resultados obtenidos con la técnica Grad-CAM.
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Imagen original Heatmap [[1.0000000e+00 4.6024226e-11]]

Figura 3.21: Grad-CAM de una OCT con glaucoma

Imagen original Heatmap [[5.5180059e-04 9.9944824e-01]]
. W e

Figura 8.22: Grad-CAM de una OCT sin glaucoma

23



Imagen original

Heatmap [[0.00610952 0.9938905 ]]

Figura 3.23: Grad-CAM de una retinografia a color con glaucoma

Imagen original Heatmap [[3.7772324e-10 1.0000000e+001]]

Figura 3.24: Grad-CAM de una retinografia a color sin glaucoma

Como ya se comento anteriormente, se trata de la técnica que mas se ha trabajado en este proyecto
y la que ha proporcionado resultados més concluyentes. De la observacion de las figuras se desprende,
claramente, que, en el caso de las imagenes de color, la red es muy papilo-dependiente y focaliza su
atencién en el interior del disco tanto en zona de los vasos como fuera de ella. Sin embargo, en el
caso de las imégenes de OCT se fija mucho més en la zona fuera del disco donde se pueden apreciar
las fibras nerviosas que en color son muy dificiles de distinguir y que constituyen una pista clave
para el diagnéstico de la enfermedad. De hecho, se ve que en el caso de la imagen de infrarrojo sin
glaucoma (que es donde las fibras estan intactas), apenas repara en lo que pasa dentro de la papila.

Aparte de esta valoracion cualitativa, nos planteamos un estudio un poco mas cuantitativo y para
ello se utilizaron las imagenes segmentadas a las que se hacia referencia en la seccién 3.1.1. En la
Figura 3.26 se muestra una de estas imagenes segmentadas. Lo que se hizo fue umbralizar los mapas
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de calor para quedarnos con la regién correspondiente al 25% mas alto y obtener asi una maéscara
binaria que pudiéramos solapar con las méascaras de fondo, vasos y disco obtenidas a través de la
segmentacion manual con la herramienta MRSeg. La Figura 3.25 muestra un ejemplo de la
umbralizaciéon a la que hacemos referencia.

Figura 3.25: Mapa de calor (mayor de 75%) e imagen binaria

/4

Figura 3.26: Imagen de fondo de ojo con glaucoma y partes segmentadas

Lo que hicimos fue calcular un porcentaje de solape entre la mascara del mapa de calor y las de las
estructuras para determinar, en promedio, qué partes eran las que jugaban un papel mas importante
en cada caso: glaucoma y no glaucoma. Ademaés, hay que aclarar que solo se calculé para las imagenes
en color. Los resultados encontrados fueron los que se muestran en la siguiente tabla:
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Imagenes normales: Imagenes con glaucoma:

Solape promedio con el 0.52 (0.11) 0.88 (0.15)
disco (desviacién tipica)

Solape promedio con los 0.48 (0.11) 0.11 (0.15)
vasos (desviacién tipica)

Solape promedio con el 0.00 (0.00) 0.01 (0.03)

fondo (desviacién tipica)

Tabla 3.1: Promedio de solape en tmadgenes normales y glaucomatosas

Lo que se observa en la tabla se puede explicar desde el punto de vista médico teniendo en cuenta
que el dano glaucomatoso comienza con la pérdida de fibras del anillo neuroretiniano y peripapilares,
y esta pérdida es la que diagnostica el glaucoma. A medida que la enfermedad
avanza posteriormente se afecta también la morfologia del paquete vascular. Esto explica por qué el
promedio en la zona del disco en glaucoma es tan alto. Si la muestra fuese solo de casos avanzados
lo més probable es que no existiese esa diferencia.

Por 1ltimo, hay que comentar que a diferencia de la técnica de Guided Backpropagation, aqui nos
encontramos con una buena discriminacién entre clases, pero muy poco detalle ya que, como se
explicé en la descripcién del método, el calculo se hace en la capa convolucional més profunda que
en VGGI16 tiene una resolucion espacial de 14x14 por lo que es necesario hacer un re-escalado para
ponerla en la resolucion original de 224x224 con lo que ello supone.

3.3.5 Visualizacion por oclusién

Los resultados encontrados con la aplicaciéon de la técnica de oclusién sobre estas imagenes no
han sido demasiado buenos, en particular con las imagenes normales, ya que en muchos casos no
parecia tener ninguna incidencia el hecho de “tapar” ciertas partes de la imagen. A continuacién, se
muestra lo que se ha obtenido para la imagen de color con glaucoma con una oclusiéon de una ventana

cuadrada de lado: 12, 16 y 20.
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Imagen original

Heatmap [0.00492518 0.9950748 ]

Figura 3.27: Visualizacion por Oclusion de imagen con glaucoma y ventana cuadrada de 12

Imagen original Heatmap [0.00446263 0.9955374 ]

Figura 3.28: Visualizacion por Oclusion de imagen con glaucoma y ventana cuadrada de 16
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Imagen original Heatmap [0.00456981 0.99543023]

Figura 3.29: Visualizacion por Oclusion de imagen con glaucoma y ventana cuadrada de 20

Se aprecia claramente la influencia que tiene el tamano elegido para la ventana. A pesar de
tratarse de una técnica muy sencilla e intuitiva, ya que se trabaja a nivel de la imagen de entrada,
el hecho de tener que ocluir una parte de esta introduce artefactos cuyos efectos sobre la probabilidad
de prediccion son impredecibles. De hecho, se realiz6 un experimento adicional que consistié en
aprovechar la segmentacién manual a la que se hizo referencia en el apartado anterior para ocluir
partes de la imagen semanticamente significativas pero los resultados que se obtuvieron fueron
disparatados ya que poner a cero partes tan grandes de la imagen confundia totalmente a la red que
nunca habia visto en el entrenamiento algo similar.
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Capitulo 4: Conclusiones y lineas

futuras

Dado que este trabajo se ha planteado como una primera aproximacion al estudio de las técnicas
de visualizacién e interpretacion del comportamiento de las redes neuronales en el diagnoéstico del
glaucoma, tampoco cabe esperar que podamos obtener conclusiones muy definitivas al respecto. En
primer lugar, de la aplicacién de las diferentes técnicas estandar, podemos concluir que la informaciéon
aportada por las mismas es limitada y dificil de interpretar en algunos casos. Coincidimos con otros
investigadores en destacar la técnica Grad-CAM como la que aporta una informacién mas clara e
intuitiva, aunque también se han sefialado sus limitaciones en el capitulo anterior. En los casos en
los que si ha sido posible interpretar los resultados obtenidos, hemos encontrado una buena
coincidencia cualitativa y cuantitativa con el andlisis médico, siendo mayor para las imagenes de
infrarrojo, lo cual entra dentro de lo esperado dado que son iméagenes de mejor calidad y aportan
una informacion mas clara y precisa sobre la patologia a diagnosticar.

Son muchas las posibles lineas futuras de trabajo. Por supuesto, probar otro tipo de técnicas mas
sofisticadas y otros modelos de redes neuronales convolucionales. En general, hacer un estudio més
profundo de este tema de gran importancia en un ambito como la medicina.
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Capitulo 5: Summary and

Conclusions

Given that this work has been proposed as a first approach to the study of the visualization and
interpretation of the behavior of neural networks in the diagnosis of glaucoma, we can not expect to
obtain very definitive conclusions about it. In the first place, from the application of the different
standard techniques, we can conclude that the information provided by them is limited and difficult
to interpret in some cases. We agree with other researchers in highlighting the Grad-CAM technique
as the one that provides the most clear and intuitive information, although its limitations have also
been pointed out in the previous chapter. In cases where it has been possible to interpret the results
obtained, we have found a good qualitative and quantitative coincidence with the medical analysis,
being higher for infrared images, which is within the expected since they are images of better quality
and provide clearer and more accurate information about the pathology to be diagnosed.

There are many possible future lines of work. Of course, to try other types of more sophisticated
techniques and other models of convolutional neural networks. In general, to make a deeper study
of this issue of great importance in a field such as medicine.
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Capitulo 6: Presupuesto

En este capitulo se presentara el presupuesto por horas trabajadas segin las actividades expuestas
en la Tabla 6.1.

6.1 Presupuesto personal

Actividad Horas trabajadas Precio/Hora
Busqueda de informacion 48 horas 10€/h
Investigacion 110 horas 14€/h
Realizacion de la 50 horas 10€/h
documentacion
Programacién 65 horas 15€/h
Estudio de resultados 37 horas 12€/h
TOTAL 310 horas 3939€

Tabla 1: Presupuesto
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