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Resumen - Abstract

Resumen

En este trabajo se ejecutaron una serie de operaciones a través del
lenguaje de programacion de Python a una tabla con datos de salud
de atletas femeninas. El objetivo es poner a prueba las capacidades
del lenguaje cuando se trabaja con grandes conjuntos de datos y se
tomdo como base el tema que aborda la tabla: La relacion entre la
deficiencia de la vitamina D y la del hierro. Se comenzd determi-
nando el rango de valores de cada una de las columnas del archivo
(exceptuando las no numéricas) para obtener una division en sub-
tablas de datos representando el resultado en un histograma. Pos-
teriormente se tomaron porcentajes de relacion entre vitamina D y
hierro ya obtenidos en el articulo correspondiente a la tabla de datos
y se emplearon las estructuras de codigo escritas con anterioridad
para computarlos en python y comparar el resultado con el original.
El proyecto finalizo mediante la aplicacion de procesos de andlisis
multivariante a un determinado grupo de variables relacionadas con
el estado de vitamina D y hierro para tratar de dividir los datos en
grupos o clusters, establecer modelos de prediccion en caso de que
se anadan nuevos datos a la tabla y determinar su precision en la
agrupacion de los nuevos individuos.

Palabras clave: Python — Histograma — Cluster — Vitamina D —
Hierro.
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Resumen - Abstract

Abstract

In this work, we have computed a series of operations with the pro-
gramming language of Python to a health data table of female athle-
tes. The main objective is to try the capacities of the language while
working with big data samples and we used the purpose of the table
as a basis: The relationship between vitamin D and iron deficiency.
We started by determining the values range of each file’s column (ex-
cept from non-numeric ones) to obtain a division into data subtables
while plotting the results in a histogram. After that, we selected the
percentages in link between vitamin D and iron that were already ob-
tained in the article correspondent to the data table and the previous
written coding structures were used to compute them into python
comparing the obtained result with the original percentage. The pro-
ject ended by applying multivariate analysis processes to a concrete
group of variables related to vitamin D and iron states to achieve to
divide the data into groups or clusters, to establish prediction models
if new data were added and to determine its precision while group-
ping new individuals.

Keywords: Python — Histogram — Cluster — Vitamin D — Iron
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Introduccion

En este trabajo se trata la aplicacion de herramientas matematicas basa-
das en Python (Numpy, SciPy, Pandas, Scikit-Learn,...) para analizar datos
del ambito de la salud y la actividad deportiva. El fundamento matematico y
las técnicas de inteligencia artificial que sustentan estas herramientas las hacen
apropiadas para su empleo en conjuntos de datos de gran tamano, también co-
nocidos como Big Data[l]. Se trata de técnicas especiales que permiten extraer
conclusiones de la informacién presente en tablas de datos de gran tamano que
seria inviable por métodos estandares o requiere el uso de alguna aplicacién mas
avanzada.

El objetivo principal de este proyecto es mostrar como, empleando ciertas
librerias matematicas de Python se pueden obtener conclusiones similares a las
que se obtendrian con programas mas avanzados y/o costosos sobre grandes
grupos de datos, ademas de poner a prueba las capacidades del lenguaje para
computar procesos de analisis mas complejos.

Para obtener una primera vision del uso de Ciencias de Datos en salud
y deporte se acudio a la red de excelencia financiada por el Consejo Superior
de Deportes (CSD) titulada Género y Ciencia de Datos en Deporte y Salud
(Gender and Data Science in Sports and Health GENDASH)”. En particular
se asistié a las Jornadas online organizadas el 26 y 27 de octubre de 2021 en
horario matutino por esta red en la Universidad Oberta de Catalunya.

De entre el total de 16 exposiciones, seleccionamos aquellas que captasen
el mayor interés y tuvieran la mejor utilidad para el proyecto. Concretamente
se escogieron cuatro de ellas contactando asi con sus respectivos ponentes.

Se logré uinicamente obtener informacion referente a dos de las investigacio-
nes [2] y [?] y se escogi6 el trabajo Actualizacion sobre deficiencias nutricionales
en la mujer deportista a partir de la literatura cientifica [2] de la profesora Niria
Giménez Blasi (Universidad Catdlica de Avila) que consiste en una revisién bi-
bliografica donde se habian seleccionado un total de 42 articulos escritos a partir
del afio 2013. A partir de una tabla de este trabajo con articulos y el tema que
trataban se seleccionaron 8 de ellos como candidatos para el estudio. Después
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de una busqueda exhaustiva a través de motores de citas médicas como Pub-
Med o PubMed Central (PMC), encontramos una tabla de datos en el apartado
de materiales suplementarios correspondiente al articulo ntimero 37 del citado
trabajo, titulado The Association between Iron and Vitamin D Status in Fema-
le Elite Athletes [3]. En el articulo se estudia la asociacién entre el hierro y la
vitamina D en el cuerpo de atletas femeninas de élite mediante el programa Sta-
tistica 13 [4]. Para determinar ciertos estados de salud de las atletas se tomaron
en cuenta méas factores aparte de las columnas asociadas a la vitamina D y al
hierro. Este articulo se ha tomado en el presente trabajo como referencia para
estudiar las capacidades de Python para aplicar herramientas matemaéticas a los
datos de la tabla y realizar un anélisis similar.

En el primer capitulo se describe el proceso de obtencién de muestras de
sangre a las atletas y se clasificaron a las variables segtin si influfan o no en la
morfologia de la sangre. Se describe cada una de las variables y las condiciones
para detectar la deficiencia de vitamina D y hierro.

En el segundo capitulo se expone el tratamiento al que se sometieron los
datos de la tabla, dividiendo el proceso en 3 fases. En la primera fase se realizaron
las divisiones de los datos de acuerdo al rango de cada variable, creando un
directorio para cada una de ellas donde se guardaron los resultados en forma
de tablas. Se elaboré un histograma para cada variable. En la segunda fase
se observaron los datos obtenidos en el articulo referentes a los porcentajes de
atletas que comparten distintos estados de vitamina D y hierro y se utilizéo un
codigo Python para obtener las tablas de datos correspondientes a esos grupos de
mujeres. Se cred una funcion para el porcentaje y se compararon los resultados
obtenidos con los presentados. Para finalizar, en la tercera fase se seleccionaron
varias de las variables que influyen en los estados de la vitamina D y del hierro
y se desarrollaron procesos de analisis cluster, regresion y validaciéon cruzada. El
andlisis cluster se aplic6 mediante el algoritmo K-Medias con tal de establecer
una divisién de las variables en clusters dependiendo de sus caracteristicas. El
proceso de regresion y la correspondiente validacion cruzada establecen modelos
de prediccién y se halla su precisién. Se aplico regresion lineal y hasta 3 modelos
distintos de validacién cruzada obteniéndose una precision similar para todos
los casos.

Esta memoria finaliza con unas conclusiones, los apéndices y la bibliografia.
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Datos empleados en el estudio

Para el anélisis llevado a cabo en el articulo de referencia [3], se tomé una
muestra de sangre a cada una de las atletas. La sustancia se extrajo a través de
la vena antecubital entre las 8 y las 9 de la manana validdndose cada muestra
tras un plazo de 10 minutos de descanso a cada participante. En este primer
capitulo analizamos cada una de las variables de la tabla y su relacién con la
vitamina D y/o el hierro. Como se tomaron muestras de sangre, muchas de las
medidas obtenidas provienen de las mismas células sanguineas, concretamente
de su morfologia, clave para conocer el estado de salud de una persona. Se
dividieron las variables de la tabla de datos en 2 grupos para poder estudiarlas
de manera mas explicita como se expone a continuacion.

1.1. Variables no relacionadas con la morfologia
sanguinea

En este grupo se sitian 9 variables entre las que se incluyen las concentra-
ciones de vitamina D y hierro. Ambas concentraciones dependen de varias de las
medidas presentes en este conjunto. Estas variables son: Atletas, Edad, Conc
vit. D, Dentro|Fuera, Fecha de testeo, Hierro, Ferritina, TIBC y sTfR.
Se procedié a su andlisis en mayor detalle.

1. Atletas: La variable Atletas o Athletes que actia como indice para cada
una de las 219 atletas participantes. Originalmente 231 atletas dieron su
consentimiento (se firmé un consentimiento escrito por parte de la familia
para las menores de 18 anos) pero, para eliminar factores sanitarios que
pudieran influir en los indices de hierro, se aplicaron 3 criterios de exclusion:
= Valores aumentados de la tasa de sedimentacién de eritrocitos (ESR)

» Concentracion de la proteina C-reactiva (CRP)

» Numero de células blancas en sangre (WBC)

Como 12 de las participantes fallaron en cumplir los criterios, sélo las 219
restantes se incluyeron en el analisis final.
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2.

3.

1 Datos empleados en el estudio

Edad: La edad de las atletas que oscila entre los 14 y los 34 anos y afecta al

metabolismo de las distintas sustancias en sangre.

Conc vit. D: La concentraciéon de vitamina D, segin el diccionario médi-

co, puede medirse en ng/mL o nmol/L. De acuerdo con el articulo, las
concentraciones de vitamina D suelen expresarse en nmol/L y se escriben
como 25(OH)D en su formulacién quimica. Segun las instrucciones de los
farmacéuticos que tratan la concentracién de 25(OH)D, podemos distinguir
3 estados en el cuadro 1.1.

Vitamina D - 25(OH)D
Concentracién(nmol/L) Estado
< 25 Deficiencia
25— 175 Insuficiencia
> 75 Niveles normales

Cuadro 1.1. Estados segun la concentracién de vitamina D.

La concentracion de vitamina D esta asociada a determinadas épocas del
ano y a ciertos estados de salud del ser humano provocados por sus costum-
bres habituales. 2 variables que influyen directamente en la concentracién de
vitamina D son Dentro|Fuera y Fecha de testeo.

Dentro|Fuera: Esta variable de caracter bivariante indica si las atletas suelen
entrenar en interiores o en exteriores. Se sabe que el estrés inducido por
ejercicio puede provocar el deterioro del nivel de vitamina D, condicién que
suele darse en atletas de interiores.

. Fecha de testeo: Tenemos la fecha de obtencién de cada muestra de sangre;

testeo. El periodo de sintesis de la vitamina D tiene lugar entre los meses de
Abril y Septiembre lo que puede afectar a ciertos componentes sanguineos y
tener cierta influencia en posteriores analisis estadisticos.

Hierro: Esta variable registra la concentracién de hierro que se puede me-
dir también en ng/mL o en nmol/L y, al igual que la vitamina D, se suele
expresar en nmol/L. Segin el articulo, la deficiencia del hierro es clave en
la deficiencia de la vitamina D y como se pretende estudiar la relacién entre
ambas, analizaremos los factores que influyen en la falta de la misma. Des-
tacanmos la ferritina que influira en los valores de TIBC, sTfR y 3 indices
de morfologia de la sangre (Hb o HGB, RBC, HCT) que comentaremos en
la siguiente seccion.

Ferritina: Consiste en una proteina encargada de almacenar el hierro en las
células (principalmente en los monocitos y en los macréfagos) y es esencial
para que el hierro trabaje en la creacién del transporte de oxigeno en sangre
y se encargue de la desintozicacion del hierro al convertirlo en 6xido férrico
mientras lo almacena [5].
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Si el nivel de ferritina en sangre en pg/L es mas bajo de lo normal puede
dar lugar a varios estados de deficiencia de hierro (ID). Existen un total de 3
estados de deficiencia donde, en 2 de ellos, los niveles de ferritina estan por
debajo del umbral del suficiente (Fase I y Anemia) mientras que en el tercer
estado (Fase II) sélo depende de los valores que tomen sTfR y TIBC. Los
valores de estas variables para los tres estados se muestran en el cuadro 1.2.

Estado de ID Fase I Fase II Anemia
Ferritina <16 pg/L| sTfR >8.3 mg/L Ferritina <16 pg/L +
Condiciones 6 (sTfR >8.3 mg/L 6 TIBC > 390 ,ug/dL)

TIBC > 390 pg/dL| + (HGB <120 g/L 6 HCT < 37%
6RBC < 4,2 1012/L)

Cuadro 1.2. Condiciones de los estados de ID. Fase I = Bajo Hierro, Fase II = Deficiencia latente

8. TIBC: Esta variable indica la capacidad total de fijacién del hierro y consiste
en una prueba diagnostica que expresa la capacidad de transferrina para
transportar el hierro en sangre. Estos valores se miden en pg/dL y los niveles
de TIBC se consideran excesivamente elevados por encima de 460 pg/dL lo
que puede dar lugar a la conocida anemia por deficiencia de hierro o anemia
ferropénica [6]. En este caso tomamos 390 ug/dL para diagnosticar si existe
una deficiencia latente y la anemia se diagnosticara tomando en cuenta los
indices de morfologia de sangre manteniendo la importancia de esta variable.

9. sT£R: El receptor soluble de transferrina consiste en un conjunto de proteinas
presentes en la sangre cuya concentracion se puede elevar si existe un déficit
de hierro [7]. Es una prueba que mide la cantidad de receptores solubles de
transferrina para ayudar en la deteccién y evaluacién de un déficit (o una
anemia) de hierro. En resumen, es otra manera de evaluar la cantidad de
hierro disponible en el organismo. Si los valores de sTfR son superiores a 8.3
mg/L, esto dard lugar a una deficiencia latente o incluso a una anemia del
hierro en sangre [3].

1.2. Variables determinantes de la morfologia sanguinea

Distinguimos un total de 21 variables siendo varias clave a la hora de
descartar a las atletas con problemas de salud y otras cuyos valores fueron
muy influyentes en la concentracién del hierro. Estas variables son WBC, HGB,
RBC, HTC, MCHC, MCV, RDW, HDW, MCH, PLT, #TECTIC, %RETIC, MCVr, CHCMr, CHr,
CH, %Low_CHr, %Low_CHm, %HYPO_r, %HYPO_m y MICROm. Procedemos a su analisis:

1. WBC: Cuenta la cantidad de glébulos blancos o leucocitos presentes en la
sangre . Suele expresarse en miles de células por microlitro (L) y los valores
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1 Datos empleados en el estudio

normales van de 4,5 a 10. Constituye uno de los tres factores que fueron
empleados para descartar a las 12 atletas con problemas de salud del estudio
[15].

. HGB o Hb: Mide las concentraciones de hemoglobina en la sangre que se sue-

len expresar en gramos por decilitro (g/dl) [8]. Los niveles normales de he-
moglobina en mujeres oscilan entre 12 y 16 g/dl pero en esta tabla se mide
en otras unidades.

3. RBC: La siguiente columna cuenta la cantidad de globulos rojos presentes en

la sangre (Red Blood Cells). Esta cantidad se mide en millones de células

rojas por microlitro (uL) y el rango normal para las mujeres oscila 3.92 y
5.13 [11].

4. HCT:Esta variable refiere a la presencia de hematocritos. A diferencia de la

hemoglobina que se mide en unidades, se expresa en porcentajes ya que
consiste en la medida del volumen del conjunto de glébulos rojos comparado
al volumen total de la sangre. Los niveles normales de hematocrito para las
mujeres oscilan entre el 36 y el 48 por ciento [17].

. MCHC y MCV: Para el diagnéstico de anemias en sangre se hace relevante cono-

cer la concentracion de hemoglobina corpuscular media (MCHC) y el volumen
corpuscular medio (MCV) pues valores bajos de glébulos rojos, hematocrito o
hemoglobina pueden ser indicativos de la misma [9].

El MCHC se expresa como gramos de hemoglobina por 100 ml y se calcula
mediante la siguiente férmula

100 - Hemoglobina(g/100ml)

MCHC =
cHC Hematocrito( %)

El MCV se expresa en fentolitros (fl) y se calcula a través de la férmula:

10 - Hematocrito( %)
eritrocitos(millones/mm?3sangre)

MCV =

6. RDW: La siguiente columna mide la amplitud de distribucion eritrocitaria y

sirve para medir el tamano de los glébulos rojos. Generalmente se utiliza
para diagnosticar anemia cuando se tiene alguna sospecha por los sintomas
que presenta el paciente y los valores normales oscilan entre el 11 y el 14 por
ciento (independientemente del sexo del paciente) [12].

7. HDW: Esta variable indica el indice de dispersién de la hemoglobina (HGB) o

distribucién de hemoglobina en los hematies el cual se suele expresar en g/L
y cuyos valores normales oscilan entre 22 y 32 g/L [16].

8. MCH: La hemoglobina corpuscular media nos sirve para determinar su nivel en

la sangre y para conocer la cantidad de hemoglobina presente en el organismo.
Los valores recomendados de MCH se hallan entre 27 y 33 pg. Se pueden
diagnosticar distintas enfermedades en funcion de los niveles de hemoglobina
corpuscular media [10].
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PLT: Se determina el conteo de plaquetas (también llamadas trombocitos) que
son células sanguineas producidas en la médula 6sea cuya principal labor es
el proceso de coagulacién sanguinea. Los niveles normales de esta variable
se hallan entre 150.000 y 400.000 plaquetas por . Cuando se produce una
hemorragia se da una mayor produccién de plaquetas con tal de evitar la
pérdida de sangre en exceso [14].

#RETIC y %RETIC: Estas dos columnas expresan el conteo de reticulocitos
como un valor absoluto y como un porcentaje del valor absoluto, respectiva-
mente. En lo que respecta al porcentaje, los valores normales oscilan entre
0.5% y 1.5% (o incluso el 2% en determinados casos) para los adultos. Esto
equivale en valores absolutos a entre 25 y 75 (90 en ciertos casos).

MCVr: El volumen medio reticulocitario es un pardmetro que tiene escasa
utilidad técnica ya que es poco estable. Al igual que el volumen corpuscular
medio, este pardmetro se mide en femtolitros (107*°L) [11].

CHCMr: Esta variable se corresponde con la concentracion de la hemoglobina
corpuscular media de los reticulocitos. Se mide en gramos por decilitro (g/dL)
y los valores normales oscilan entre 33 y 36 g/dL. Aunque representa la
concentracion media de hemoglobina en cada reticulocito, es un parametro
que carece de utilidad practica [10].

CHr: El contenido medio de la hemoglobina reticulocitaria es un pardametro
que proporciona informacién sobre el contenido del hierro y es de gran utili-
dad para el diagnéstico de la anemia ferropénica o la deficiencia funcional del
hierro. Se mide en picogramos (pg) y un valor inferior a 26 pg es un posible
indicador de anemia( 1 pg es 107'%g) [11].

CH: El contenido medio celular de la hemoglobina se obtiene de la medicion
Optica de la cantidad de hemoglobina dentro de cada célula roja sanguinea
intacta. Al igual que la CHr, se mide en picogramos (p) [13].

%LowCHr y %LowCHm: Estas dos columnas representan los porcentajes de re-
ticulocitos y de eritorcitos con reducido contenido de hemoglobina, respecti-
vamente. Se miden ambas en porcentajes.

#HYPOr y %HYPOm: Las siguientes dos variables se corresponden con los por-
centajes de reticulocitos y eritrocitos con reducida concentracién de hemo-
globina. Al igual que las anteriores, ambas se miden en porcentajes.
%MICROm Se trata del porcentaje de eritrocitos con volumen reducido.
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Operaciones realizadas

En este segundo capitulo exponemos el tratamiento al que se han sometido
los datos. Se realiza un tratamiento paralelo al articulo de referencia con objeto
de mostrar los comandos y médulos de python que permiten realizar un anélisis
similar contrastando los resultados obtenidos con los publicados en el articulo.
Para exponer el tratamiento con python de los datos hemos dividido el analisis
en varias fases:

= Fase I o fase de preprocesamiento fase experimental donde dividimos los va-
lores de cada columna en una serie de intervalos para realizar una serie de
comprobaciones del lenguaje de python.

s Fase II o fase de andlisis estadistico donde tratamos de obtener los valo-
res de los indicadores estadisticos similares a los presentes en el articulo de
referencia.

» Fase Il o fase de andlisis inteligente de datos (multivariante) donde tratamos
aplicar métodos avanzados de andlisis de datos con el objetivo de obtener los
resultados no presentes en el articulo.

Describimos una a una las distintas fases del proyecto.

2.1. Fasel

Generalmente, al desarrollar un proyecto en lenguaje python, es necesario
importar los médulos o librerias adecuadas para el objetivo del mismo. La figura
2.1 recoge estas importaciones.

import numpy as np
from csv import writer
import os

import scipy

Figura 2.1. Importaciones de médulos y funciones
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Destacamos que la libreria os permite la creacion y el manejo de directorios
para organizar la enorme cantidad de archivos presentes. Luego, writer es una
funcién del médulo csv empleada para escribir nuevos datos a partir de los anti-
guos y poder asi crear nuevas tablas. Después, SciPy tendra un papel relevante
en la obtencién de los resultados correspondientes al andlisis multivariante en la
Fase II.

Tras tener las librerias definidas, debiamos leer el archivo referente a la
tabla de datos asociada al articulo 37 de la investigacion de la profesora Nuria
Giménez Blasi en formato csv al cual llamamos D37.csv. Sin embargo, resulta
que la version que poseemos de Visual Studio Code, interpreta las comas como los
espacios entre las filas pero este archivo posee puntos y comas como separadores.
Realizamos el cambio y redefinimos el archivo como D37_1.csv.

Iniciamos el andlisis de los datos del archivo. Una de las mayores utilidades
que posee la libreria pandas es su capacidad para leer dataframes que consisten
en estructuras de datos en 2 dimensiones o rectangular similares a las matrices
con la diferencia de que pueden almacenar datos de multiples tipos (caracteres,
enteros, flotantes,...) [18]. Ademds, siempre tiene un indice (se comienza en 0)
que indica la posicién de un elemento en la estructura rectangular de los datos.

Como D37_1.csv pertenece a ese grupo, definimos a la variable df como la
lectura de este dataframe en formato csv (figura 2.2).

df = pd.read_csv(’'D37_1.csv’)

Figura 2.2. Definicién de la tabla de datos como dataframe

Luego, para posteriormente crear las demas tablas, definimos x como el
numero de filas del dataframe y maske como uno sin filas pero con los mismos
indices de columnas que el dataframe principal:

maske= df[df[’Fecha de testeo '].str.contains(’/9997)]
x = len(df.axes[0])

Figura 2.3. Dataframe vacio e indice de filas del archivo
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Para comenzar con el estudio de cada columna, debemos averiguar el tipo
que posee cada variable. Ejecutamos el comando df .describe() y abrimos el
resultado en un editor de texto obteniendo el cuadro 2.1.

Tipo de variable
Object int64 float64
Atletas, Ferritina, Hierro,| Edad, Concentracién de vitamina D, sTfR, WBC,
Fecha de testeo,| TIBC, HGB, |RBC, HCT, MCV, RDW, HDW, MCH, %RETIC,
Dentro/Fuera | MCHC y PLT | #RETIC, MCVr, CHCMr, CHr, CH, %LowCH r,
%LowCH m, %HYPO m, %HYPO r y %XMICRO m

Cuadro 2.1. Clasificacién de variables en objetos, enteros y flotantes

Tenemos que, de las 30 variables; 3 son de tipo object, 6 son de tipo int
y 21 son de tipo float.

2.1.1. Estudio de las variables

Ahora estudiamos cada una de las 30 variables de acuerdo a su respectiva
clasificacion.

Variables de tipo object

El siguiente grupo contiene a aquellas columnas cuyos valores se interpretan
como cadenas de caracteres, es decir, variables de tipo string. Tenemos un
total de 3 columnas en este conjunto las cuales analizaremos de formas muy
diferenciadas.

La primera de las 3 variables fue Atletas, sin embargo, como actiia a modo
de indice para la tabla de datos, no fue necesario llevar a cabo ningin anélisis.

Se comenzd por Fecha de testeo. El articulo no especifica las fechas con-
cretas en las que se tomaron las muestras sanguineas de modo que al tratarse
de un estudio relativamente reciente, suponemos que se extrajeron a lo largo de
la década anterior: 2010-2019.

Se cre6 un archivo correspondiente a cada ano entre 2010 y 2019 siempre
que exista al menos una atleta cuya muestra de sangre se tomé ese ano (figura
2.4).

Fecha de testeo es una variable de tipo string [(dia)/(mes)/(ano)] de
modo que, bajo el nombre de "mask”, se agruparon a aquellas filas que con-
tengan al ano correspondiente pero que no a ese mismo numero en la posicién
correspondiente al mes. Obuvimos que 2013 tuvo 20 atletas, 2014 tuvo 22, 2015
tuvo 40 y 2016 tuvo 137 atletas.

Destacamos que el codigo anterior funciona debido a que todas las muestras
fueron tomadas entre 2013 y 2016 (la suma total es 219) dado que si alguna se
hubiera tomado entre 2010 y 2012, el cédigo anterior no seria el més correcto ya
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for i in range(10):
a=str (i)
mask= df[df[’Date of testing '].str.contains(’/1’+ a)
& ~df[’Date of testing ’].str.contains(’/1’+ a + /)]
if (mask.empty ):
print (’201’+ a, ’is empty’)
else:
mask.to_csv (’D37.1’+ a 4+ ’.csv’, index=False)
inputted = pd.read_csv(’D37.1’+ a + ’.csv’)
print (’201° + a, ’tuvo’, len(inputted), ’atletas’)

Figura 2.4. Clasificacién segin el afio de testeo

que algunas de las filas en las que coincidiera el nimero del mes con el del ano
se quedarian fuera de la agrupacion.

La tultima variable a analizar es la denominada Dentro/Fuera (In/Out) la
cual posee un caracter bivariante ya que sélo tiene 2 valores posibles {Indoor,
Outdoor }, es decir, Interior o Exterior. Por tanto, al tratarse de una va-
riable tipo string, se empled la libreria pandas para obtener los 2 archivos
correspondientes a la clasificacién bivariante (figura 2.5).

maska= df[df[’In/Out’]. str.contains (’Indoor ’)]

maska.to_csv (’D37_In.csv’, index=False)

maska= df[df[’In/Out’]. str.contains (’Outdoor )]
(

maska.to_csv (’D37_Out.csv’, index=False)

Figura 2.5. Division de las atletas en grupos de interior y de exterior

Se generaon un total de 139 atletas en el interior y de 80 en el exterior y
se utilizé este dato en mayor medida en el proceso analisis multivariante.

Variables de tipo int64

Este tipo de dato se da en 6 de las 30 variables del archivo csv y, a la
hora de la clasificacién, redactamos una estructura muy similar para cada una
de las columnas de este grupo. En esta seccién explicamos de manera general
la estructura realizada para la clasificacion y la forma en la que se llevé a cabo
el proceso. En primer lugar se obtuvieron los valores minimo y maximo de la
columna correspondiente (figura 2.6).

print (min(df[VariableInt]), max(df[VariableInt]))

Figura 2.6. Obtencion de los rangos de valores para las variables de tipo entero
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Los valores obtenidos para cada una de las 6 variables se representaron en
el cuadro 2.2.

Variable | Minimo|Maximo

Ferritina 3 135
Hierro 11 256
TIBC 151 439
HGB 116 154
MCHC | 312 377
PLT 138 397

Cuadro 2.2. Tabla de rango de variables del tipo int64

Tras haber obtenido los intervalos de valores, se definié la columna corres-
pondiente a la variable en cuestion como un tipo string y se cre6 un array que
agrupara a los nimeros enteros del 0 al 9 definiéndolo como tipo string en la
figura 2.7.

df [’ Variablelnt ’]=df[’ VariableInt ’]. astype (’str ’)
a=np.array (range (10))
b=str (a)

Figura 2.7. Definicién de las variables de tipo entero y un array de 10 elementos como tipo string

Al ser los intervalos de valores de un tamano considerable, optamos por
hacer la clasificaciéon en grupos de 10 unidades computando un redondeo del
minimo hacia la izquierda y del maximo hacia la derecha para cada variable (10
y 260 para el hierro, por ejemplo) y suprimimos la ultima cifra (1 y 26 para
el hierro). Entonces, se compilé de forma que el programa recorra un bucle
for para cada valor entero de este intervalo (definiéndolos como string) para
que a su vez recorra otro bucle for para cada una de las filas de la tabla e
introduzca en un archivo especifico, aquellas filas que contengan la estructura
correspondiente a la uniéon del valor del intervalo con cualquiera de los presentes
en el array a (figura 2.8).

Tras ejecutar la estructura cédigo para cada una de las 6 variables res-
pectivamente, desarrollamos un histograma [19] para cada una de las variables
obteniendo los resultados en la figura 2.9.

Variables de tipo float64

Se estudiaron las variables de tipo flotante que componen el grupo mas
extenso de los tres analizados en esta primera fase. Tenemos un total de 21
variables de tipo float para las cuales se ejecuté una estructura de codigo
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in range(RedIzq(Min( VariableInt))/10,RedDer(Max( VariableDer))):
j = str (i)

for i
J
t = str(i+1)
q
i

= int (0)
f os.path.isfile (’D37_VariableInt[’+j+4+'0,"+t+’0).csv’) = False:
for z in range(x):
for k in b:
if df[’VariableInt '][z] = j+k:
if q = 0:
q = q+l

y = df.iloc [z]
maske.to_csv
(’D37_VariableInt[’+j+4+'0,"+t+0).csv ',
mode = ’a’, header=True)
with open (’D37_VariableInt[’+j+’0,
"+t4+’0).csv’, ’a’) as f:
w = writer (f)
w.writerow (y)
f.close ()
else:
y = df.iloc[z]
maske. to_csv (’D37_VariableInt['+j+70,
"+t4+’0).csv’, mode = ’a’, header=False)
with open(’D37_Variablelnt[’+j+70,
"+t+’0).csv’,’a’) as f:
w = writer (f)
w.writerow (y)
f.close()

Figura 2.8. Algoritmo de clasificacién de variables tipo entero

muy similar para hacer la clasificacion exceptuando la variable Edad, la cual
analizamos empleando un proceso distinto.

La columna Fdad oscila entre los 14 y los 34 anos. Esta es la tnica varia-
ble que no comparte similitud en cuanto a estructura de cédigo con las otras
veinte ya que detectamos un gran nimero de mujeres con edades inferiores
a los 20 anos por lo que decidimos dividir el rango de valores en intervalos
de 5 unidades (6 para [14,20)) (figura 2.10). Se utilizé la instruccién kapo =
np.array([14,20,25,30,35]) Conseguimos un total de 4 archivos csv que
clasifiquen a las atletas segiin la edad y los resultados se agruparon en un histo-
grama [19].

Cabe destacar que més de la mitad de las participantes tienen un rango
de edad inferior a 20 anos y que cuanto mayores son las edades que conforman
cada intervalo, menor es el niimero de atletas.

Se estudiaron las deméas variables presentes en este grupo para las cuales
hemos empleado una estructura de cédigo muy similar con ligeras diferencias de
acuerdo a cada columna. Al igual que con el conjunto anterior, obtenemos los
valores minimo y méximo de cada columna usando las funciones min y max de la
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array-variable_int=np.array (range (Redlzq(Min( VariableInt)),
RedDer (Max( VariableInt)),

plt.title (’variable_int ’)
plt .show ()

iR

10))
df[’variable_int ']=df[’ variable_int
plt.hist (df[’variable_int

"], astype (’int )

bins=array._variable_int)

»

forma min(df [’Varfloat’]),

h

TIBC

A .
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Figura 2.9. Histogramas de algunas variables
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max (df [’Varfloat’]). Obteniendo los siguien-

tes valores para cada una de las 20 variables recogidos en el cuadro 2.3.

Variable |Minimo|Maximo|| Variable |Minimo|Méaximo|| Variable |Minimo|Maximo

Conc Vit. D| 4.3 52.9 HDW 2.0 2.92 CH 23.7 32.4
sTfR 2.3 18.6 MCH 24.7 32.6 %LowCHr 0.7 68.7
WBC 3.17 10.35 || %RETIC| 0.57 2.77 %LowCHm| 6.0 81.8
RBC 3.63 5,45 #RETIC| 28.6 128.2 %HYPOm | 0.02 11.21
HCT 34.7 45.6 MCVr 90.0 111.0 %HYPOr 0.6 67.37
MCV 77.0 99.0 CHCMr | 27.0 35.0 %MICROm| 0.1 4.86
RDW 11.6 14.8 CHr 26.0 34.0

Cuadro 2.3. Tabla de valores minimos y méximos de las variables de tipo float64
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plt.hist (df[’Edad’], bins=kapo, color="firebrick?”)
plt.title (’Edad’)
plt .show ()

Figura 2.10. Obtencién del histograma para la variable edad

Después, mediante librerfa numpy, se definié un array de acorde al rango
de valores de cada variable ejecutando la estructura de cédigo de la figura 2.11
con las respectivas modificaciones de cada variable.

for a in ArrayVariableFloat:

b=str (a)
c=str(a+(0.1, 1 10))
if os.path.isfile (’D37_VariableFloat[’ + b + 7, + ¢ + ’).csv’)
=—False:
q=int (0)
for j in range(x):
if a<=df[’ VariableFloat ’][j]< a+(0.1, 1 10):
b=str (a)
c=str(a+(0.1, 1 10))
if q==0:
q=q+1
k=df.iloc [j]
maske. to_csv (’D37_VariableFloat[’” + b + 7,
"+ ¢+ 7).csv’, mode = ’a’, header=True)
with open(’D37_VariableFloat[” + b + 7,
"+ ¢+ 7).csv’, ’a’) as f:
w = writer (f)
w.writerow (k)
f.close()
else:
k=df.iloc []]

maske. to_csv (’D37_VariableFloat[’” + b + 7,
"+ ¢+ 7).csv’, mode = ’a’, header=False)
with open(’D37_VariableFloat[” + b + 7,
"+ ¢+ 7).csv’, ’a’) as f:

w = writer (f)

w.writerow (k)

f.close()

Figura 2.11. Algoritmo de clasificacién para variables de tipo flotante

Hemos creado la variable ¢ con caracter entero para que el archivo resul-
tante nos muestre el titulo de cada columna tnicamente antes de la primera fila
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introducida en el archivo. Al igual que con las variables enteras, obtuvimos una
serie de archivos csv para cada una de las 20 columnas de tipo flotante que se
representaron mediante histogramas [19] empleando el cédigo de la figura 2.12.

ArrayVariableFloat2=np.append ( ArrayVariableFloat , ultimo_valor+1)

plt . hist (df [’ VariableFloat ’] , bins=ArrayVariableFloat2)
plt.title (’VariableFloat )
plt .show ()

!

F .
i
fSsian

Figura 2.12. Histogramas de las variables de tipo flotante

2.1.2. Creacidén y agrupamiento en directorios

Tras computar el cédigo correspondiente a cada variable en intervalos agru-
paremos los archivos en directorios creando uno correspondiente para cada una
de las 30 variables (excepto para Atletas que actia como indice). Para ello,
empleamos la libreria os y llamaremos a cada directorio por el mismo nom-
bre de su variable. Definimos cada una de las 29 variables como path_i donde
i€{l1,2,...,29}. Mediante el comando mkdir se creé a cada directorio de forma
que no existan dos idénticos en la carpeta del trabajo. El cédigo intento crear el
directorio fallando en el caso de que ya existiera (figura 2.13).
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try:
os . mkdir(path_i)
except OSError:

print (” Creation of the directory %s failed” % path_i)
else:

print (” Successfully created the directory %s” % path_i)

Figura 2.13. Creacién de cada directorio

Antes de ejecutar el codigo creado para cada variable, entramos en el direc-
torio correspondiente para salir de él una vez terminada la operacién. Aplicamos
el comando chdir en la figura 2.14.

os.chdir (’ Variable_i ”)
(C digo correspondiente a la variable 1)
os.chdir (’..”)

Figura 2.14. Apertura y cierre de cada directorio creado

2.2. Fase Il

En esta segunda fase, se estudié la informacién presente en el articulo
con los conocimientos obtenidos en la anterior. El objetivo implica analizar los
resultados obtenidos por los investigadores para comprobar la coincidencia o
detectar diferencias. Al examinar la quinta pagina del articulo [3], se observa que
todos los andlisis estadisticos se computaron con el programa Statistica 13 [4],
un software privativo. En ellos, se incluye la obtencién de medidas de estadistica
descriptiva (media, desviacién tipica o rango) y la aplicacién de diversos tests y
analisis pertenecientes a la rama de analisis multivariante.

Los respectivos porcentajes de los diferentes grupos de datos donde influ-
yen las variables de concentracién de vitamina Dy hierro se obtuvieron de
una serie de tablas que separaron los datos segtiin los valores de las anteriores
variables. En la sexta péagina del articulo de referencia tenemos los porcentajes
de las atletas que poseen distintos niveles de vitamina D y hierro, respecti-
vamente, y en la séptima hoja los porcentajes de vitamina D en los distintos
grupos de hierro y viceversa. Empleamos la libreria numpy para comparar el
tanto por ciento obtenido con el tanto por ciento esperado en cada caso.

2.2.1. Estadistica Descriptiva

Se comenz6 examinando la tabla presente en la tercera pagina que media
las caracteristicas de la poblacién estudiada de la forma media 4+ desviacidn
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tipica donde se establecen los parametros estadisticos de la edad en anos,
la altura en metros, la masa corporal en kilogramos, la gordura del cuerpo
en porcentaje y la experiencia atlética en horas a la semana. De estos 5
parametros sélo se puede determinar la edad de acuerdo a la tabla de datos y
crearemos un array en blanco asociado a ella para determinar la media y la
desviacion tipica. El array se ird llenando mediante de un bucle for con todos
los elementos que conforman la columna y al final se imprime la media y la
desviacion tipica del conjunto de valores (figura 2.15).

Agearray =[]
for i in range(x):
ages = df[’Edad’][1i]
Agearray .append (ages)
print (’Edad:’ ,np.mean( Agearray), u”\u00B1” ,np.std(Agearray))

Figura 2.15. Obtencién de la media y la desviacién tipica de la edad. u”\u00B1 = +

Si comparamos los resultados obtenidos con los tabla tenemos que los va-
lores obtenidos 20,02 + 4,34 se asemejan a los estimados 20,0 £ 4,4 por lo que se
consideran como validos.

Examinamos la seccion de Resultados del articulo de referencia donde en-
contramos una tabla que contiene los parametros estadisticos del rango, la media
y la desviacion tipica de cada una de las variables de la tabla que poseen caracter
numérico (int64 o float64), exceptuando HDW y PLT. Sin embargo, existen otras
2 variables presentes en la tabla de la investigacion las cuales no aparecen en el
archivo csv:

= CRP: Concentracién de la proteina C-reactiva.
s ESR: Valores aumentados de la tasa de sedimentacion de eritrocitos.

Se asocian a 2 de los 3 criterios de exclusién que sirvieron para eliminar a las 12
atletas con problemas de salud al principio del estudio.

El rango de cada una de las variables fue obtenido en la fase anterior
(minimo y méximo) , de modo que usaremos la misma estructura de cédigo que
con la columna Edad para obtener la media y la desviacién tipica de las variables
de la segunda tabla (figura 2.16).

Tras haber ejecutado el cédigo para todas las variables, expresamos los
resultados en el cuadro 2.4.

Podemos apreciar que la mayoria de los valores de media 4+ desviacién
tipica y rangos obtenidos son muy semejantes a los estimados. Utilizamos los
siguientes simbolos para distinguir las desigualdades entre los valores estimados
y los valores obtenidos:

» = cuando son exactamente los mismos, suceso que se da en un gran ntimero
de los rangos.
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Variable_i_array =[]
for i in range(x):
variable_i = df[’Age’|[1]
Variable_i_array .append(variable_i)
print (’Variable_i:’ ,np.mean( Variable_i_array),
np.std( Variable_i_array))

u”\u00B1” |

Figura 2.16. Obtencién de pardmetros de centralizacién de una variable numérica. Tipo entero o
flotante.

Variable Unidades|Valores estimados[\/alores obtenidos|Rango estimado[Rango obtenido
Conc. Vitamina D| nmol/L 74.8 £ 23.8 # 29.66 £+ 7.46 10.8-132.6 # 4.3-52.9
Ferritina ug/L 34.8 £ 224 ~ 34.35 + 22.31 2.7-135.2 ~ 3-135
sTfR mg/L 5.7+ 2.0 2 5.68 + 2.04 2.3-18.6 = 2.3-18.6
TIBC pmol/L 59.0 £ 6.8 # 329.71 &+ 41.75 44.4-78.5 # 151-439
Hierro pumol/L 15.2 £ 7.2 #84.25 £ 40.01 1.97-45.8 # 11-256
HGB g/L 135 + 6.9 = 135.62 £+ 6.90 116-154 = 116-154
RBC x10"? /L 4.6 £ 0.3 = 4.60 £ 0.26 3.6-5.4 ~ 3.63-5.45
HCT % 40.3 £ 2.0 2 40.3 £ 2.01 34.7-45.6 = 34.7-45.6
MCH pg 29.5 + 1.4 =2 29.54 + 1.43 24.7-32.6 = 24.7-32.6
MCV f 87.8 £ 3.7 = 87.76 £ 3.66 77-99 = 77-99
CH pg 29.4 4+ 1.4 22942 £+ 141 23.7-32.4 = 23.7-32.4
MCHC g/L 336 + 9.8 ~ 336.73 £ 9.78 312-377 = 312-377
RDW % 12.8 + 0.61 = 12.81 £ 0.61 11.6-14.8 = 11.6-14.8
%RETIC % 1.4 +£0.34 = 1.40 £+ 0.33 0.57-2.77 = 0.57-2.77
#RETIC x10°/L 63.9 £ 15.22 ~ 64.04 £+ 15.09 29-128 =~ 28.6-128.2
MCVr f 101.4 + 3.0 = 101.41 £ 3.00 90-111 = 90-111
CHr pg 314 £ 144 =2 31.37 £ 1.44 26-34 = 26-34
CHCMr g/dL 31.0 £1.24 = 31.01 + 1.24 27-35 = 27-35
%LowCHr % 9.9 £+ 10.0 ~ 9.88 £ 9.92 0.7-68.7 = 0.7-68.7
%LowCHm % 24.0 £ 13.5 =~ 23.95 + 13.12 6-81.8 = 6-81.8
%HYPOm % 0.86 £ 1.31 = 0.86 £+ 1.30 0.02-11.2 22 0.02-11.21
%HYPOr % 13.0 &£ 11.7 = 12.98 £ 11.63 0.6-67.4 = 0.6-67.37
%MICROm % 0.65 £ 0.6 = 0.65 £ 0.59 0.1-4.86 = 0.1-4.86
WBC x10° /L 5.6 £ 1.2~ 5.63 +1.24 3.2-10.4 ~ 3.17-10.35

Cuadro 2.4. Tabla de parametros de estadistica descriptiva para todas las variables numéricas aparte

de Edad

= = cuando la diferencia total es muy baja.
= = cuando la diferencia total es considerable.
= # cuando la diferencia total es excesiva.

Aunque tenemos un gran nimero de variables cuyas medias, desviaciones tipicas
y rangos obtenidos son muy similares a los estimados, también hay otras 3
columnas (Concentracién de vitamina D, TIBC y hierro) donde los valores
obtenidos son demasiado distintos a los estimados.

La concentracion de vitamina D se suele expresar a través de 2 unidades
distintas: ng/mL 6 nmol/L. Estas 2 medidas se unen mediante la igualdad:

1 ng/mL = 2.496 nmol/L <= 1 pg/dL = 0.179 pumol/L [20]
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Luego vimos que tanto los valores estimados de TIBC como los de Hierro se
midieron en pmol/L y ademads, estas 2 variables tenfan una segunda unidad
de medida: pg/dL. Podemos apreciar que los valores estadisticos obtenidos de
Concentracién de Vitamina D son considerablemente inferiores a los estima-
dos; mientras que para TIBC y Hierro se da la situaciéon opuesta. Suponiendo
que Concentracién de vitamina D se hallaba expresada en ng/mL y TIBC y
Hierro en pg/dL, se crearon 3 nuevas columnas haciendo los respectivos cambios
de unidades (figura 2.17).

df[’25(OH)D’] = df[’vit. D conc’]*2.496
df[*TIBCg’] = df[ TIBC’]%0.179
df[’Irong’]|=df[’Iron’]*0.179

Figura 2.17. Creacién de nuevas columnas de valores para Conc. de vitamina D, TIBC y Hierro

Luego, si bien las columnas han sido creadas, éstas no pueden visualizarse
en el archivo que hemos estado empleando hasta este momento (D37_1.csv). Se
cre6 una nueva tabla de datos en formato csv (figura 2.18).

df.to_csv (’D37_2.csv’, index=False)
df.to_excel (’D37_2.xlsx )
dv=pd.read_csv (’D37_2.csv’)

Figura 2.18. Creacién de un nuevo dataframe con las columnas anadidas

Los resultados obtenidos se expresaron en el cuadro 2.5 empleando la es-
tructura de codigo de figura 2.16.

Variable Unidades| Valores estimados|Valores obtenidos|Rango estimado[RangO obtenido
Conc. de vitamina D| nmol/L 74.8 £ 23.8 ~ 74.03 £ 18.62 10.8-132.6 ~ 10.73-132.04
TIBC pmol/L 59.0 £ 6.8 = 59.02 £ 7.47 44.4-78.5 ~ 27.03-78.58
Hierro pmol/L 15.2 + 7.2 ~ 15.08 £ 7.16 1.97-45.8 = 1.97-45.82

Cuadro 2.5. Tabla de pardametros estadisticos para las nuevas medidas de vitamina D, TIBC y Hierro

Observamos que los valores obtenidos de la media, la desviacién tipica y el
rango se acercan mas a los estimados que en el cuadro 2.4. Sin embargo, sigue
existiendo una diferencia notable (signo ~) en varios de ellos:

= La desviacién tipica de Concentracién de vitamina D que tiene una dife-
rencia de mas de 5 unidades respecto a la estimada.

» El rango de TIBC donde existe una diferencia de més de 17 unidades en su
extremo inferior en comparacién al estimado.
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Para finalizar con el apartado, se hallaron los valores de la media, la desviacién
tipica y el rango para HDW y PLT que son las 2 tnicas variables numéricas que no
se hallan presentes en la tabla estadistica. Empleamos una estructura de cédigo
similar a la figura 2.16 computando los resultados en el cuadro 2.6.

Variables| Valores obtenidos|Rango obtenido
HDW 2.35 £ 0.17 2.0-2.92
PLT 242.13 £ 51.12 138-397

Cuadro 2.6. Tabla de valores estadisticos no contabilizados en el articulo original

2.2.2. Obtencion de porcentajes

En esta segunda subseccion utilizamos las librerias para realizar los mismos
tests y andlisis que se llevaron a cabo con el programa Statistica 13 a las
correspondientes variables de la tabla de datos. Cabe mencionar que no todos
los resultados fueron los esperados y se realizaron ciertas modificaciones a los
datos para que el resultado obtenido coincidiera con el esperado.

Antes de iniciar el proceso se requirié la agrupacién de datos en distintos
archivos csv segun los niveles que posea cada una de las atletas de vitamina Dy
hierro. Posteriormente, obtuvimos el tanto por ciento de cada una de las tablas
de datos con respecto al nimero total de atletas (o aquel correspondiente cuando
trabajamos comparando niveles de vitamina D y hierro) y los comparamos con
los valores obtenidos en el articulo.

Se comenzé creando la funcién porcentaje (figura 2.19).

def percentage (tic, toc):
percent = float ((tic / toc )*100)
return percent

Figura 2.19. Funcién porcentaje

Después se cred un directorio para agrupar los distintos archivos mediante el
cédigo de la figura 2.13 al cual llamaremos VDD+ID_subjects. Luego se computo
un nuevo dataframe vacio llamado moska y una nueva variable x asociada al
nimero de filas de la tabla de datos principal (figura 2.3). Por tanto, al igual
que con los demas directorios, cada vez que ejecutamos una estructura de cédigo
relacionada con la vitamina D y/o el hierro, se abrird y se cerrara la carpeta al
inicio y al final de la operacién (figura 2.14).

Para diferenciar los grupos de porcentajes, los clasificamos en 2 niveles
donde los porcentajes de Nivel II se obtendran a partir de los de Nivel I:

1. Nivel I: Los niveles de Vitamina D y hierro respecto al total.
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2. Nivel II: Los niveles de Vitamina D respecto a los de hierro y viceversa.

Porcentajes de Nivel 1

Para obtener las tablas de porcentajes de los distintos niveles de vitamina
Dy hierro, tomamos los cuadros donde se establecen las variables que distinguen
los niveles de ambas sustancias. Se aplicaron estructuras de cédigo similares a
las vistas en la Fase I tomando como intervalos a los valores que separan a los
grupos de atletas.

Vitamina D

Para la vitamina D, existen los 3 niveles de normalidad, deficiencia e in-
suficiencia que vienen determinados por la concentracién de vitamina D en
nmol/L (columna 25(0H)D). Sabemos que si la concentracién es mayor o igual
que 75 nmol/L, los niveles son normales; entre 25 y 75 se trata de un estado de
insuficiencia; y menor que 25, origina deficiencia de vitamina D, un estado mas
avanzado de insuficiencia.

Comenzamos creando 2 tablas de datos que separen al grupo de atletas
segin posean niveles normales de vitamina D (D37_SuffVDsubjects.csv) o no
(D37_VDDsubjects.csv). Empleamos el dataframe moska y un bucle for con
cada fila de la tabla original. Luego, la sentencia if se aplicd a la columna
25(0H)D con tal de que las filas donde la variable sea inferior a 75 vayan a la
primera tabla y el resto a la segunda (figura 2.20).

if os.path.isfile (’D37_-VDDsubjects.csv’)==False & os.path.isfile
(’D37_SuffVDsubjects.csv’)==False:

moska.to_csv (’D37_VDDsubjects.csv’, mode = ’a’, header=True,
index = False)

moska. to_csv (’D37_SuffVDsubjects.csv’, mode = ’a’, header=True,
index = False)

for j in range(x):
if dv[’25(0H)D’][j]< 75:
k = dv.iloc[]j]
with open(’D37_VDDsubjects.csv’, ’a’) as f:
w = writer (f)
w.writerow (k)
f.close ()
else:
k = dv.iloc[]j]
with open(’D37_SuffVDsubjects.csv’, ’a’) as f:
w = writer (f)
w.writerow (k)
f.close ()

Figura 2.20. Separacién de los datos segiin normalidad o no de Vitamina D
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Tomando el archivo D37 _VDDsubjects.csv para determinar el nimero de
atletas en cada nivel de deficiencia de vitamina D, se crearon otros dos para dife-
renciar a las atletas con insuficiencia de vitamina D de las que tienen deficiencia.
Para ello se empled estructura de codigo de las figuras 2.2 y 2.3 con tal de leer
el dataframe asociado a la deficiencia de vitamina D (dvd) y su indice de filas
(xvd). Luego, a través de la misma estructura que en la figura 2.20 separaremos
los datos en 2 tablas segiin su nivel de la columna 25(0H)D sea inferior a 25
nmol/L (Deficiencia) o se halle entre 25 y 75 (Insuficiencia).

Se han creado 2 archivos asociados a la insuficiencia y la deficiencia inclu-
yendo en el de la insuficiencia todas las filas de la deficiencia al tratarse de un
tipo de la misma. Finalmente, hemos obtenido un total de 4 archivos, destacando
tres como los correspondientes a los niveles normales del hierro, la insuficiencia y
el subgrupo de la deficiencia y utilizaremos el cuarto de una forma distinta para
hallar el porcentaje de las atletas con niveles insuficientes pero no deficientes.
En primer lugar, leemos cada una de las tablas (figura 2.2) (dvi, dvo, dvodef,
dvoinsuf) para definir su respectivo niimero de filas (figura 2.3) (xi, xo, xodef,
xoinsuf). Obtenemos un total de 100 atletas con niveles normales de vitamina
D y 119 con insuficiencia de las cuales, 4 tienen deficiencia de la misma.

Entonces aplicamos la funcion de la figura 2.19 para obtener los 3 primeros
porcentajes y, para obtener el cuarto grupo de variables, restamos el nimero de
filas de atletas con deficiencia del grupo de la insuficiencia (figura 2.21).

I

print (’Porcentaje de atletas con VDD:’, percentage(xi,219))

print (’Porcentaje de atletas con suficiente vitamina D:’,

percentage (x0,219))

print (’Porcentaje de atletas con deficiencia de vitamina D (<25):7,
percentage (xodef ,219))

print (’Porcentaje de atletas con insuficiencia de vitamina D (25—-75):’,
percentage (xoinsuf—xodef ,219))

Figura 2.21. Impresién de los porcentajes para cada estado de hierro

Por tultimo, consultamos los datos estimados en el articulo y los contrasta-
mos con los obtenidos en el trabajo verificando su semejanza (cuadro 2.7)

Porcentaje correspondiente|Valor estimado|Valor obtenido
Insuficiencia 54.3 54.33
Niveles normales - 45.66
Deficiencia (< 25) 1.8 1.83
Insuficiencia (25-75) - 52.51

Cuadro 2.7. Porcentajes de los distintos estados de vitamina D (- implica su ausencia del articulo)
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Se deduce que el valor es lo suficientemente aproximado si hacemos la suma
de porcentajes (54,33 + 45,66 = 100 y 52,51 + 1,83 = 54,33).

Hierro

Mediante un proceso similar, se crean 2 archivos que separen los datos con
suficiencia y con insuficiencia de hierro. Se toman las propiedades que definen a
los estados I y II de deficiencia de hierro (la anemia es consecuencia de uno de
los dos) para distinguir los grupos del archivo. El estado I se da si el valor de
la ferritina < 16 ug/L y el estado II cuando sTfR > 8.3 mg/L y/o cuando
TIBC > 390 ug/dL.

Empleamos el dataframe moska (figura 2.3) para definir 2 tablas de datos
vacias. Mediante un bucle for se lee cada fila del archivo original; y mediante
las sentencias if y else se envian las filas a un archivo determinado segun las
condiciones que cumplan. La estructura del codigo se define en la figura 2.22.

if os.path.isfile (’D37_IDsubjects.csv’)==False &
os.path.isfile (’D37_SuffIDsubjects.csv’)==False:

moska.to_csv (’D37_IDsubjects.csv’, mode = ’a’, header=True,
index = False)

moska. to_csv (’D37_SuffIDsubjects.csv’, mode = ’a’, header=True,
index = False)

for j in range(x):
if dv[’Ferritin ’][j]< 16 or dv[’sTfR’][j]>8.3 or
dv[’TIBC’][j]> 390:
k = dv.iloc[j]
with open(’D37_IDsubjects.csv’, ’a’) as f:
w = writer (f)
w.writerow (k)
f.close ()
else:
k = dv.iloc[j]
with open(’D37_SuffIDsubjects.csv’, ’a’) as f:
w = writer (f)
w.writerow (k)
f.close ()

Figura 2.22. Separacién de las atletas con deficiencia y/o con suficiencia de hierro

Entonces, se toma el archivo D37_IDsubjects.csv con tal de obtener las 3
tablas correspondientes a los 3 estados de deficiencia de hierro (I, II y Ane-
mia). En principio se lee como dataframe (did) y se obtiene su niimero de filas
(xid) mediante las figuras 2.2 y 2.3. Para el hierro se requirié el uso de varias
estructuras de codigo para obtener los 3 archivos csv necesarios.

Se comenzo6 con el estado I de deficiencia el cual se da tnicamente si la
Ferritina<16 pg/L pero no se cumple ninguna condicién relacionada a sTfR
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o TIBC lo que implica que sTfR < 8.3 mg/L y TIBC < 390 ug/dL. El cédigo
correspondiente se halla en la figura 2.23.

if os.path.isfile (’D37_IDStagelsubjects.csv’)==False:
moska.to_csv (’D37_IDStagelsubjects.csv’, mode = ’a’, header=True,
index=False)
for j in range(xid):
if (did[’ Ferritin "][j]< 16) & (did[’sTfR’][j]<=8.3) &
(did [’TIBC’ ] [j]<=390):
k = did.iloc [j]
with open(’D37_IDStagelsubjects.csv’, ’a’) as f:
w = writer (f)
w.writerow (k)
f.close()

Figura 2.23. Separacién de las atletas con Estado I de deficiencia de hierro

Después se obtienen los archivos correspondientes al estado II y a la ane-
mia. El estado II requiere que sTfR > 8.3 mg/L y/o TIBC > 390 ug/L; inde-
pendientemente del valor de la Ferritina. Sin embargo, la anemia implica que
la Ferritina<16 pg/L ademés de cumplirse al menos una de las 2 condicio-
nes para sTfR y TIBC. Aparte, el estado de anemia sélo se da si HGB<120 g/L
y/o HCT<37 % y/o RBC<4.2 10'2/L . El cédigo de obtencién de los archivos se
expresa en la figura 2.24.

Se emplea un proceso similar al de la vitamina D para obtener el porcentaje
de cada uno de los grupos y subgrupos de atletas segtin el nivel de hierro.
Comenzamos leyendo cada una de las tablas obtenidas (dva, dve, dval, dvall,
dvaIDA) mediante la figura 2.2 para entonces obtener el niimero de filas de cada
archivo (xa, xe, xal, xaII, xaIDA) utilizando la figura 2.3 y utilizamos la funcién
porcentaje (figura 2.19) en la figura 2.25 para obtener el correspondiente a cada
tabla en base al nimero total de atletas.

Finalmente, consultamos las estimaciones del articulo y las comparamos
con los valores obtenidos para comprobar la veracidad del proceso. Expresamos
los resultados en el cuadro 2.8.

Porcentaje correspondiente|Valor estimado|Valor obtenido
Deficiencia 23.3 23.29
Niveles normales - 76.71
Estado I 7.3 7.31
Estado II 15.1 15.07
Anemia 0.9 0.91

Cuadro 2.8. Porcentajes de los distintos niveles de hierro (- implica que no se halla en el articulo)
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if os.path.isfile (’D37_IDStagellsubjects.csv’)==False &
os.path.isfile (’D37_IDAsubjects.csv’)==False:

moska.to_csv (’D37_IDStagellsubjects.csv’, mode = ’a’, header=True,
index=False)
moska. to_csv (’D37_IDAsubjects.csv’, mode = ’a’, header=True,

index=False)
for j in range(xid):
if did[’Ferritin ’][j]<
if (did[’sTfR’][J} ) or (did[’TIBC’][j]>390):
if (did[ HGB’][] } <120) or (did['HCT’][j]<37)
or (did[’RB ’H ] <4. 2)
k = did.iloc [j]
with open(’D37_.IDAsubjects.csv’, ’a’) as f:
w = writer (f)
w.writerow (k)
f.close ()
else:
k = did.iloc[]j]
with open(’D37_IDStagellsubjects.csv’, ’a’) as f:
w = writer (f)
w.writerow (k)
f.close ()

else:
if (did[’sTfR’][j]>8.3) or (did[ TIBC'][j]>390):
k = did.iloc[]j]
with open(’D37_IDStagellsubjects.csv’, ’a’) as f:
w = writer (f)
w.writerow (k)
f.close ()

Figura 2.24. Separacién de atletas con II y Anemia de deficiencia de hierro

print (’Subjects with ID:’ percentage(xa,219))

print (’Subjects with Sufficient Iron:’, percentage(xe,219))

print (’Percentage of subjects with Stage I of ID:’, percentage(xal,219))
print (’Percentage of subjects with Stage II of ID:’ percentage(xall,219))
print (’Percentage of subjects with IDA:’ percentage(xalDA,219))

Figura 2.25. Impresién de los porcentajes para cada estado de la vitamina D

Como casi todos los valores obtenidos se acercan a los valores estimados,
concluimos que todos son aproximados comprobandolo con suma de porcenta-
jes (23.3+76.7=100, 7.31+15.0740.91=23.29). Todos los porcentajes de nivel I
obtenidos se aproximaron a sus respectivos valores estimados y el resultado sera
resultado 6ptimo.
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Porcentajes de Nivel 11

Tomamos como referencia los 2 diagramas de barras presentes en la séptima
pagina del articulo de referencia. Se aprecian:

= Los porcentajes de niveles normales y de deficiencia de hierro en los grupos
de atletas con suficiente y con insuficiente vitamina D en el cuerpo.

= Los porcentajes de suficiente e insuficiente vitamina D en los grupos de mu-
jeres con niveles normales y con deficiencia de hierro.

Tenemos un total de 4 subgrupos para computar un anélisis de 2 en 2.

Atletas con suficiente o insuficiente vitamina D

Se clasifican los 2 subgrupos en 2 tablas de datos que separen a las atletas
con niveles normales de las que poseen deficiencia de hierro.

Para la suficiencia de vitamina D, tomamos el dataframe correspondiente a
las atletas con suficiente vitamina D (dvo) y su nimero de filas (xo0). Escribimos
la misma estructura de cédigo que en la figura 2.22, sustituyendo las respectivas
variables por dvo y por xo; creando 2 nuevos archivos dentro del conjunto de
datos.

De forma analoga en la insuficiencia de vitamina D, tomamos el dataframe
(dvi) y su numero de filas (xi) y los utilizaremos para redactar una estructura
de codigo semejante a la figura 2.22, con tal de crear 2 nuevas tablas de datos.

Se han obtenido los 4 archivos que contienen a las atletas pertenecientes
a cada uno de los estados de hierro en su respectivo nivel de vitamina D. Para
obtener los porcentajes, definimos cada archivo como un dataframe (dvai, dvei,
dvao, dveo) (figura 2.2) y su respectivo nimero de filas (xai, xei, xao, xeo)
(figura 2.3). Entonces, si reexaminamos los porcentajes de nivel I, obtuvimos
119 atletas con deficiencia de vitamina D y 100 con suficiencia por lo que los
porcentajes se obtendran tomando como el total a cada uno de estos valores

seguin el ‘grupo madre’ al que pertenezcan. El cédigo empleado se halla en la
figura 2.26.

print (’ID dentro del grupo VDD:’ percentage(xai,119))

print (’SuffID dentro del grupo VDD:’, percentage(xei,119))
print (’ID dentro del grupo SuffVD:’, percentage(xao,100))
print (’SuffID dentro del grupo SufffVD:’, percentage(xeo,100))

Figura 2.26. Porcentajes de niveles de hierro en grupos de niveles de vitamina D

Se obtuvo el nimero de filas y los respectivos porcentajes para cada caso
y, al compararlos con los del articulo, se aprecia una notable diferencia entre
ambos (cuadro 2.9).

Existe una notable desigualdad entre los valores obtenidos y los esperados.
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Porcentaje correspondiente|N© atletas|Valor estimado|Valor obtenido
ID in VDD 37 32,00 =~ 31,09
SuffID in VDD 82 68 ~ 68,91
ID in SuffVD 14 11~ 14
SuffID in SufftVD 86 89 ~ 86

Cuadro 2.9. Tabla de porcentajes de niveles de hierro en grupos de niveles de vitamina D

Atletas con suficiente o insuficiente hierro

Debemos separar a las atletas con niveles normales de vitamina D de las
que poseen deficiencia dentro de los grupos de normalidad y deficiencia de hierro.
Para ello, tomamos los 4 grupos de atletas obtenidos anteriormente (figura 2.26)
y empleamos la funcién porcentaje (figura 2.19) con los nimeros de atletas para

cada nivel de hierro (51 con deficiencia y 168 con suficiencia) como la totalidad,
respectivamente.

print (VDD dentro del grupo ID:’, percentage(xai,51))

print (’SuffVD dentro del grupo ID:’,percentage(xao,51))
print (VDD dentro del grupo SuffID:’ percentage(xei,168))
print (’SuffVD dentro del grupo SuffID:’, percentage(xeo,168))

Figura 2.27. Porcentajes de niveles de vitamina D en grupos de niveles de hierro

Al comparar los valores obtenidos en la 2.27 con los estimados por el articu-
lo, tenemos una aproximacién similar a la de la tabla anterior.

Porcentaje correspondiente|Valor estirnado[\/alor obtenido
VDD in ID 75 ~ 72,55
SuffVD in ID 25 ~ 27,45
VDD in SuffID 48 ~ 48,81
SuffVDD in SuffID 52 ~ 51,19

Cuadro 2.10. Porcentajes de niveles de vitamina D en grupos de niveles de hierro

En el cuadro 2.10 obtenemos conclusiones muy similares a las anteriores,
con algunos porcentajes que se aproximan a los estimados y otros que se distan-
cian varias unidades. Se puede tomar este resultado como valido.

Tras haber obtenido los porcentajes tanto de Nivel I como de Nivel II,
tenemos una aproximacién adecuada a la informacion del articulo y empleamos
muchos de estos conceptos y resultados en la fase III.
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2.3. Fase II1

En esta fase tratamos de obtener resultados estadisticos procedentes de
operaciones no realizadas en el articulo original. Entre ellas, se ejecutaron los
denominados analisis cluster para diversos grupos de variables destacando a
aquellas en las que se pueda establecer una correlacién entre vitamina D y hie-
rro. Aparte, se aplicaron los procesos de regresiéon y validacion cruzada (con 3
modelos) con tal de obtener la precisién de cada uno de sus modelos.

2.3.1. Definicion de andalisis cluster

El analisis cluster o andlisis de conglomerados consiste en una herramienta
multivariante que agrupa a los elementos de un conjunto en un nimero deter-
minado de clusters, los cuales consisten en grupos que, cuando la dimension
lo tolera, identifica a los individuos que los conforman como homogéneos entre
ellos y se destaca cierta separacién de los que componen a otros clusters. Cuanto
mayor es la homogeneidad en cada grupo, mas efectivo es el andlisis cluster [21].

Este analisis tiene una importante tradicién de aplicacién en muchas areas
de investigacién cientifica (Astronomia, biologia, matematicas, ...) pero al igual
que presenta grandes ventajas, también tiene ciertos inconvenientes pues se trata
de una técnica descriptiva y atedrica pero no explicativa. Es un analisis insuper-
visado ya que no disponemos de resultados previos.

Partimos de un conjunto de 'n’ individuos (219 atletas para nuestra tabla)
que vienen determinados por otro conjunto de 'z’ caracteristicas (hay 40 en la
tabla final pero realizamos el estudio con 3 de ellas). Al finalizar el proceso esta-
blecimos una divisién de clases entre estos individuos la cual fuera determinada
por un conjunto de propiedades especificas para cada grupo o cluster.

Para comenzar el andlisis de conglomerados partimos de una muestra que
llamamos A con n individuos determinados por z variables la cual se puede
expresar como una matriz (de 219 x 3 para nuestra tabla):

a1 a2 ... alz

ag] a2 ... a9,
A =

anl Ap2 ... Apz

Existen 2 tipos de analisis cluster segun el tipo de agrupacién:

= Kl andlisis cluster de los individuos si se prentende agrupar a los individuos
en grupos.

= El andlisis cluster de las variables si se pretende agrupar a aquellas que son
mas similares. En este caso cobra mas importancia la matriz A.

Llevamos a cabo el primer tipo de anélisis y el procedimiento general se compone
de un total de 4 etapas.
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A. Eleccién de las variables

Se determinan por el siguiente esquema:

(

Cualitativas Ordigales
i Nominales
Variables
Cuantitativas DlSCl"‘etaS
Continuas

B. Eleccién de la medida de asociacién

El objetivo del analisis cluster es establecer relaciones entre distintos ele-
mentos del conjunto principal. Para ello es necesario elegir ciertas medidas
numéricas que caractericen las relaciones entre los individuos que determina-
ran el cluster al que pertenezcan. Estas medidas se conocen como medidas de
asociacion y pueden ser de 2 tipos:

1. Distancias: la distancia entre los individuos de un mismo cluster ha de ser
pequena.

2. Similaridad: la similaridad sera elevada entre los individuos de un mismo
cluster.

C. Eleccién de la técnica cluster

Existen numerosas técnicas o algoritmos para la formacién de conglomera-
dos o clusters las cuales se pueden agrupar de 2 formas:

Algoritmos jerdrquicos

El objetivo de este grupo de métodos es entregar una jerarquia de divisiones
del conjunto principal en un nimero determinado de conglomerados. Concreta-
mente, a partir de un cluster ya existente, se divide en otros dos de menor
tamano de manera que, en cada uno de ellos, se maximice alguna medida de
similaridad o se minimice una distancia. Este grupo se puede clasificar a su ver
en 2 subgrupos de algoritmos:

= Asociativos o aglomerativos: Partimos de un nimero idéntico de clusters y de
individuos y, de forma sucesiva, se van uniendo los elementos hasta obtener
un unico conglomerado.

= Disociativos: Partimos de un tnico cluster y, mediante sucesivos pasos, se va
dividiendo hasta que cada individuo acaba en un conglomerado diferente.

Este tipo de métodos permiten construir los denominados diagramas de
arbol o dendogramas.
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Algoritmos no jerdrquicos o de particion

A diferencia del grupo anterior, en este segundo grupo dividiremos a los
individuos en k clusters donde k se define inicialmente. Tras obtener los k con-
glomerados iniciales, intercambiaremos los miembros de los clusters para obtener
una mejor particién del grupo original.

Estos métodos estan disenados para la clasificacién de individuos pero no
para la de variables y uno de los mas destacables dentro de este grupo es el de
K-medias. Definimos varios de los algoritmos de este conjunto.

Definicion de algoritmo K-medias

El algoritmo K-medias (K-means originalmente) consiste en un proceso
que agrupa a los grupos de acorde con sus caracteristicas, minimizando la suma
de distancias entre cada individuo y el centroide de su respectivo cluster [22].
Consiste en una clasificacién no supervisada y, para realizarla, se suele emplear
la distancia cuadratica o euclidea al cuadrado:

n

d(wiy ;) =Y (w0 — x50)°

c=1
Este algoritmo consta de 3 pasos:

1. Inicializacién: Tras escoger el nimero k de clusters, se establecen los k cen-
troides en el espacio, normalmente de manera aleatoria.

2. Asignacién de individuos a los centroides: a cada individuo se le asigna el
centroide mas cercano.

3. Actualizacién de centroides: actualizamos la posicién del centroide de cada
conglomerado eligiendo la posicién promedio de los individuos que conforman
a dicho cluster.

D. Validacién de los resultados

Comprobamos si el nimero de clusters obtenido es éptimo (métodos
jerdrquicos) y si se puede establecer una clara homogeneidad entre los distintos
conglomerados de datos. Se finaliza el proceso.

2.3.2. Computacién del analisis cluster

Al trabajar en python, el codigo requerido para computar el analisis cluster
varia principalmente debido al algoritmo seleccionado para llevar a cabo el proce-
so, ademas de las variables seleccionadas. Elegimos las variables concentracién
de vitamina D, ferritina y TIBC para desarrollar el andlisis tomando como
base la variable Dentro/Fuera comprobando si existe alguna relacién entre el
lugar donde entrenan las atletas y su estado de vitamina D y Hierro.
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Tenemos 2 variables de tipo entero (Ferritina y TIBC), una de tipo flotan-
te (Concentracién de vitamina D)y otra de tipo objeto (Dentro/ Fuera). En
numerosos procesos de analisis cluster, se requiere que la variables que represen-
tan a la base o categoria sean de tipo entero por lo que se cred otra columna con
comportamiento binario para Dentro/Fuera (1=Dentro, 0=Fuera) mediante el
cddigo de la figura 2.28.

for j in range(x):
if dv[’In/Out’]]
dv[’inout ][]
else:
dv|[’inout ’][j]=0
dv.to_csv (’D37.3.csv’, index=False)
dv.to_excel (’D37.3.xlsx ")
dw=pd.read_csv (’D37.3.csv’)

inout=dw][’inout ']. astype(int)

j] ==’Indoor ’:

)
1031
il=1

Figura 2.28. Creacién de una nueva columna y definicién de la nueva tabla

Como medida de asociacion, elegimos la distancia ya que comenzamos em-
pleando la técnica cluster K-medias cuyos resultados no pueden validarse me-
diante similaridad.

Algoritmo K-medias

Para computar el proceso, necesitamos importar la libreria seaborn jun-
to con pyplot (perteneciente a matplotlib) para obtener las graficas de datos
correspondientes. Luego, la libreria sklearn contiene a la funciéon KMeans, res-
ponsable de este algoritmo, ademéas de poder emplear el minimo de las distancias
cuadraticas. Por ultimo se import6 mpl_toolkits para trabajar con graficas 3d
ademads de definir el tamano y el estilo de gréficas para pyplot (figura 2.29).

import matplotlib.pyplot as plt

import seaborn as sns

from sklearn.cluster import KMeans

from sklearn.metrics import pairwise_distances_argmin_min
from mpl_toolkits.mplot3dd import Axes3D
plt.rcParams |’ figure. figsize ']=(16,9)
plt.style.use(’ggplot’)

Figura 2.29. Importacién de las librerias necesarias para el analisis cluster

Empleamos la funcién pairplot tomando inout como dato base y las otras
3 variables como generadoras de las distintas graficas. En la figura 2.30 se generan
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9 graficas multivariantes para cada par de variables excepto las diagonales que
son univariantes donde se diferencia entre interior o exterior por el color de los
puntos representados.

sns. pairplot (dw.dropna (), hue=’inout’, size=4,
vars=["'vit. D conc’, ’Ferritin’, 'TIBC’], kind=’scatter ’)

Figura 2.30. Aplicacién de la funcién pairplot con 3 variables asociadas a Dentro|Fuera

A simple vista, no se pueden diferenciar grupos de datos como para esta-
blecer clusters de modo que se requirio el uso del algoritmo de las K-Medias para
establecerlos. Se comenzé definiendo los ejes X como el array que contiene a
las columnas de concentracién de vitamina D, Ferritina y TIBC; e y como

el array de los elementos del grupo inout. Se computé el proceso en la figura
2.31.

X = np.array(dw[[’vit. D conc’, ’Ferritin’, 'TIBC’]])
y = np.array (inout)

Figura 2.31. Definicién de los ejes para el modelo de analisis

Representamos estos puntos en un grafico tridimensional asignando un color
distinto a cada punto de acorde a su respectivo valor en el eje y (figura 2.32).

Entonces, se aplicé el algoritmo de K-medias con los valores de la grafica
anterior. Para elegir el nimero de clusters en el que dividimos el conjunto de
valores, computamos el denominado método del codo o método de la rodilla
empleando distorsién (promedio de las distancias al cuadrado desde los centros
de los grupos hasta sus respectivos grupos).

Expresamos el resultado en la figura 2.33 y podemos tomar K=5 dado
que, a partir de ese valor, la curva comenzard a crecer muy lentamente. Tras
haber obtenido el niimero 6ptimo de clusters con los que trabajar, se tratd de



2.3 Fase III

33

fig = plt.figure()
ax = Axes3D(fig)
colores = [’blue’, ’red’]
asignar =[]
for row in y:
asignar .append(colores [row])
ax.scatter (X[:,0], X[:,1], X[:,2], c=asignar, s=60)

®

Figura 2.32. Obtencién del cluster en un gréfico tridimensional

Nc = range (1,20)

kmeans = [KMeans(n_clusters=i) for i in Nc]

score = [kmeans[i]. fit (X).score(X) for i in range(len (kmeans))]
plt.plot (Nc, score)

plt.xlabel (’N mero de clusters ’)

plt.ylabel (’Puntuaci n )

plt.title (’Curva del codo’)

plt .show ()

Curva del codo

Figura 2.33. Computaciéon del método de la rodilla
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predecir los respectivos centroides en una gréfica tridimensional (figura 2.34).
Sabiendo que las coordenadas tienen la estructura ['Concentracién de vitamina

kmeans = KMeans(n_clusters=5).fit (X)
centroids = kmeans. cluster_centers_
print (centroids)

Figura 2.34. Prediccion de centroides para una particiéon en 5 clusters

D’, ’Ferritina’, "TIBC’], se obtuvieron los siguientes resultados:

[20.80898876, 29.38202247, 316.59550562 ]
[25.925, 17.75, 404.32142857 ]
[30.02264151, 27.24528302, 355.96226415 |
[30.37272727, 53.52272727, 278.81818182 |
= [37.76, 122.2, 315 ]

Por definicién de centroide, sabemos que sus valores oscilan sobre los resultados
anteriores los cuales nos permitieron predecir los clusters. Para ello elaboramos
una grafica tridimensional donde asignamos un color distinto a cada cluster y
representamos a cada centroide con el simbolo de una estrella (figura 2.35)

Como no se pueden distinguir los clusters a simple vista, computamos
las 3 respectivas graficas en 2 dimensiones para las variables del conjunto
[Concentracién de vitamina D, Ferritina, TIBC] mediante la figura 2.36.

Respectivamente, se obtuvieron 3 graficas bidimensionales en las figuras
2.37, 2.38 y 2.39.

Apreciamos que es en la tercera donde los clusters se hallan mé&s diferen-
ciados por lo que se logréo computar un analisis 6ptimo.

2.3.3. Definicion y aplicacién de la regresiéon

Consiste en un proceso estadistico que trata de expresar la correspondencia
entre 2 variables cuando se trabaja en una distribucién bidimensional (X,Y). Es
decir, se determina el grado de independencia o de dependencia funcional entre
ambas mediante un modelo matematico de la forma y = f(x). Dependiendo del
modelo elegido, la funciéon puede ser de varios tipos:

Funcién Lineal flx)=a+bx
Funcién Parabélica f(z) = a + bz + cx?
Funcién Hiperbdlica  f(z) =a+ 2

El modelo matemético se puede escribir como Y = f(X) + G, donde GG
es el conjunto de variables que influyen sobre la variable Y. Decidimos traba-
jar con los mismas variables empleadas en el andlisis cluster [(Concentracién
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labels = kmeans. predict (X)
C = kmeans. cluster_centers_
colores = [’red’, ’green’, ’blue’, ’cyan’, ’yellow ’]
asignar =[]
for row in labels:
asignar .append(colores [row])

fig = plt.figure()
ax = Axes3D(fig)

ax.scatter (X[:, 0], X[:, 1], X[:, 2], c=asignar, s=60)
ax.scatter (C[:, 0], C[:, 1], C[:, 2], marker="x’, c=colores, s=1000)
T A . . x
§ LREW of o 1 3
e %o rl{‘:!' -:-.t'.:..' L
c.‘ l-“‘. :"E‘ .. .
L] s ~ L] L

Figura 2.35. Obtencién de grafica tridimensional para una particiéon en 5 clusters. Las estrellas

representan a los centroides.

f1 = dw[’Variable A’]. values

f2 = dw[’ Variable B’]. values

plt.scatter (f1, f2, c=asignar, s=70)

plt.scatter (C[:, 0], C[:, 1], marker="%’, c=colores, s=1000)
plt .show ()

Figura 2.36. Obtencién de gréaficas bidimensionales a partir de la tridimensional de particién en 5

clusters

de vitamina D, Ferritina, TIBC) y (Dentro/Fuera)] y elegimos el modelo de
regresiéon lineal logistica importado de la libreria sklearn junto con la funcién

informe de clasificacion y la matriz de confusiones (figura 2.40).

Tenemos una distribucién (X ,y) donde y es una variable de cardcter binario
y X es tridimensional, de modo que, para obtener una regresion lineal, se definira

la funcidn:
Yi = a + bixy; + baxo; + by,
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Figura 2.37. A="Conc. vitamina D’, B="Ferritina’ (izquierda)
Figura 2.38. A="Conc. vitamina D’, B="TIBC’ (derecha)

Figura 2.39. A="Ferritina’, B="TIBC’ (abajo)

from sklearn.linear_model import LogisticRegression
from sklearn.metrics import classification_report , confusion_matrix

Figura 2.40. Importacién de funciones necesarias para la regresion logistica lineal

donde x4; es el valor de la concentracion de vitamina D en la fila i; x9; es el valor
de la ferritina y x3; es el valor del TIBC. Hallamos el valor de los coeficientes
by, by v bs con tal de establecer una funcién que defina de forma aproximada
la dependencia lineal entre las variables. Comenzamos definiendo el modelo de
regresiéon lineal y tratando de cuadrar las variables en él para determinar los
coeficientes correspondientes al mejor valor posible de la funcién (figura 2.41)

model = LogisticRegression (solver=’liblinear ’, random_state=0)
model. fit (X,y)

Figura 2.41. Definiendo el modelo de regresién lineal

Entonces definimos los denominados atributos de nuestro modelo. En pri-
mer lugar, tenemos la clase compuesta por todos los valores que puede tomar y
(0 o 1 al ser binaria) en la funcién. Luego tenemos el interceptor que representa
a la constante a y los coeficientes asociados a los valores de by, by y bs. Lo ejecu-
tamos en la figura 2.42. Tenemos que los respectivos coeficientes de la funcién
son:
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model. classes_
model.intercept_
model. coef_

Figura 2.42. Obtencién de los coeficientes de la funcién de regresién lineal

» a = —0,2736126, b; = 0,0058446, by = —0,00507662, by = 0,00253754

Mediante la figura 2.43 evaluamos el comportamiento del modelo obteniendo
la matriz que predice la probabilidad de que el valor obtenido de y sea cero
(Primera columna) o uno (Segunda columna).

model. predict_proba (X)

Figura 2.43. Matriz de predicciéon de probabilidades

Se obtuvo una matriz de 219 filas y 2 columnas donde podemos apreciar
que una gran parte de los valores tienen mas probabilidad de llegar a 1. Con
tal de aclarar la cantidad, utilizamos el cédigo de la figura 2.44 para obtener las
predicciones actuales basandonos en la matriz de probabilidades.

model. predict (X)

Figura 2.44. Predicciones del modelo

Nos da como resultado un array de cardcter binario de 219 elementos donde
unicamente dos son ceros y el resto son unos. Esto es muy distinto a como es la
variable Dentro/Fuera ya que 80 elementos son ceros (Dentro) y 139 son unos
(Fuera). Medimos la precisién del modelo con el cédigo de la figura 2.45.

model . score (X,y)

Figura 2.45. Precisién del modelo de regresion lineal

Obtenemos que la precisién del modelo es del 62.557 % lo cual es aceptable
pero para la regresion lineal insuficiente. Pedimos al programa que nos otorgue
el informe de clasificacion del modelo (figura 2.46).

Obtenemos una tabla y terminamos de aplicar el modelo de regresién ha-
llando la matriz de confusiones mediante un diagrama de calor (figura 2.47).

El diagrama de calor se obtuvo a través del cédigo de la figura 2.48 [24]
donde hemos definido la matriz de confusiones para el modelo de regresion lineal.
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print (classification_report (y, model.predict(X)))

Figura 2.46. Informe de clasificacién del modelo de regresién lineal

precision recall fl-score support

(] 0.08 .00 9.00 80
1 .63 8.99 8.77 139

accuracy 9.63 219
macro avg 8.38 219
weighted avg 2.49 219

Figura 2.47. Informe de clasificaciéon del modelo de regresion lineal y diagrama de calor

cm = confusion_matrix (y, model. predict (X))
fig , ax = plt.subplots(figsize=(8,8))
ax . imshow (cm)
ax.grid (False)
ax.xaxis.set (ticks=(0,1),ticklabels=('0s predecidos’,’ls predecidos ’))
ax.yaxis.set (ticks=(0,1),ticklabels=('0s actuales’,’ls actuales’))
ax.set_ylim (1.5, —0.5)
for i in range(2):

for j in range(2):

ax.text(j, i, em[i,j], ha=’center’

plt .show ()

, va='center ', color=’red’)

Figura 2.48. Obtencién y representacién de la matriz de confusiones

2.3.4. Definicion de la validacién cruzada

Tras ejecutar modelos de machine learning como el de la regresién, es im-
portante comprobar su eficacia. Se utilizé la validacién cruzada o cross-validation
que consiste en un método estadistico que mide la variabilidad de un conjunto
de datos y el nivel de confiabilidad de cualquier modelo de machine learning
(de clasificacién o de regresién) entrenado con ellos. El proceso de validacién
cruzada se puede dividir en los siguientes pasos:

1. El componente del modelo de cross-validation toma un conjunto de datos
con etiquetas ademas de un modelo matematico no entrenado.

2. Se dividen aleatoriamente los datos de entrenamiento en plegamientos o plie-
gues. El algoritmo de validacién cruzada separa el conjunto en 10 plegamien-
tos por defecto si no se ha particionado con anterioridad.

3. Se reservan los datos del primer pliegue para la validacion, operacién denomi-
nada plegamiento de exclusion. Se utilizan los demas pliegues para entrenar
el modelo, generando para cada plegamiento un modelo diferente.
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4. Llevamos a cabo las pruebas del componente para cada pliegue donde el
modulo evalua varias estadisticas de precision las cuales dependen del tipo
de modelo que estemos evaluando.

5. Una vez terminado el proceso de compilacion y evaluacién para cada plie-
gue, el modelo de cross-validation nos devuelve una serie de métricas de
rendimiento y resultados puntuados para todos los datos. Al comprobar las
métricas se observa si un plegamiento posee una precision alta o baja.

De una forma mas gréfica, la validacion cruzada se expresa de la siguiente ma-
nera:

[eracion1 | -[0 D00 00 000900000000000
9000000 010000000000
90000000000000000009

90000000000000000000
Total de datos F >

Existen varios tipos de validacién cruzada entre los que destacamos K-Fold
Cross- Validation.

2.3.5. Empleo de la validacién cruzada

Entonces, tomando los resultados de la regresion anteriormente realizada,
computamos varios procesos de validacién cruzada [23] para determinar la efi-
cacia del modelo. Se importé la métrica de precision de la libreria sklearn
para trabajar con cualquier modelo. Se comenzé con el cdédigo de la figura 2.49
importando el modelo TrainTestSplit de la misma libreria.

from sklearn.metrics import accuracy._score
from sklearn.model_selection import train_test_split

Figura 2.49. Métrica de precisiéon de cualquier tipo de validacién cruzada con el tipo TrainTestSplit

Para este analisis decidimos hacer la particién del 30 por ciento hacia los
datos a testear frente al 70 por ciento de los datos entrenados. Ademas se defini6
el modelo de regresién que ajustamos a los datos entrenados (2.50).

Mediante la figura 2.51 ;se determiné su precision para los 2 subconjuntos:

La precision del subconjunto de entrenamiento es 0.66 y la del subcojunto
de prueba de 0.56.

En segundo lugar, aplicamos la K-Fold Cross-Validation mediante la
que importamos los respectivos modelos de la libreria sklearn para comenzar el
proceso (figura 2.52). Aparte, realizamos una particién en 5 grupos para el mo-
delo de regresién lineal y aplicamos validacion cruzada con cross_val_score. Se
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logreg = LogisticRegression (solver="liblinear ’, random_state=0)
X _train, X_test, y_train, y_test = train_test_split(X,y, test_size
=0.3, random_state=42)

logreg . fit (X_train, y-_train)

Figura 2.50. Definicién y ajuste del modelo de regresién lineal a los datos entrenados resultantes de
una particién del 30 por ciento

print (accuracy-score (logreg.predict (X_train), y-train))
print (accuracy_score(logreg.predict (X_test), y_test))

Figura 2.51. Precisién del modelo en cada subconjunto de datos de la particién de train_test_split

partieron los datos en 5 grupos y tratando de encajarlos en 4 de ellos evaluando
al sobrante. El proceso se realizé 5 veces obteniendo un array de 5 elementos.

from sklearn.model_selection import cross_val_score , KFold
logreg = LogisticRegression ()

kf=KFold(n_splits=>5)

score = cross_val_score (logreg ,X, y, cv=kf)

print (’Cross Validation Scores are: ’, score)

Figura 2.52. Aplicacién del algoritmo KFold para la validacién cruzada

Obtenemos el array [0,54545455, 0,63636364, 0,61363636, 0,65909091, 0,60465116]

del cual se hallé la precisién del modelo haciendo la media. El valor de la media
sera 0.61, una precision superior al valor de 0.56 del modelo de TrainTestSplit.
Este modelo sera més adecuado. Por tltimo, trabajamos con Stratified
K-Fold Cross-Validation que funciona de una manera similar al grupo an-
terior. La importamos de la libreria sklearn, obtenemos unarray de 5 valores
de precisién y hallamos su valor medio (figura 2.53).

from sklearn.model_selection import cross_val_score, StratifiedKFold
logreg = LogisticRegression ()
stratifiedkf=StratifiedKFold (n_splits=5)

score = cross_val_score (logreg ,X, y, cv=stratifiedkf)
print (’Cross Validation Scores are: ’, score)
print (’Average Cross Validation score: ’, score.mean())

Figura 2.53. Modelo Stratified K-Fold

Se obtuvo el array de valores de precisién [0.63636364 0.61363636 0.63636364
0.63636364 0.58139535] cuya media vale 0.62, lo que hace que este modelo de
validacién cruzada sea el méas preciso de los tres computados.



3

Conclusiones

Entonces, tras haber computado todos los procesos, descubrimos que las
capacidades de Python en el andlisis de datos son superiores a las esperadas.
Hemos aprendido a computar diversos procesos de anélisis estadistico y multi-
variante, comprobando que Python puede realizar procesos tan complejos como
otras aplicaciones mas costosas.

Los datos obtenidos en los histogramas revelan principalmente grandes con-
centraciones de atletas en intervalos muy reducidos mientras que las compara-
ciones de los porcentajes de deficiencia y suficiencia de nivel I obtenidos originan
una precisiéon muy alta respecto a los resultados del articulo de referencia. Los
porcentajes de nivel IT obtenidos presentan una mayor diferencia respecto a los
estimados por el articulo pero poseen suficientemente similaridad.

Luego, al haber realizado un anélisis cluster empleando el algoritmo de K-
Medias (con K=5) se encontr6 una division de los datos bastante diferenciada
en la gréfica bidimensional de vitamina D y TIBC.

Aparte, en el modelo de regresién lineal se obtuvo una precision del 62 por
ciento, lo cual no es suficiente para este modelo. Pero, al aplicarse validacién
cruzada con 3 algoritmos diferentes, se obtuvo una precisién similar pero mas
acorde a estos procesos. De entre los algoritmos TrainTestSplit, K-Fold Cross
Validation y Stratified K-Fold Cross Validation, el iltimo de ellos ge-
neré la mayor precisién del 62 por ciento y este sera el modelo mas aceptable si
se quieren anadir nuevas atletas al estudio.

En conclusiéon, hemos comprobado que Python es capaz de computar pro-
cesos de analisis multivariante y de estadistica descriptiva a un conjunto de datos
de gran tamafio (219 x 30).

3.1. Sugerencias y trabajos futuros

En Machine Learning existen multitud de formas de poner a pruebas las
capacidades del lenguaje de Python ademas de las ya presentadas en el proyecto.
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Hubo muchas ideas que no pudieron desarrollarse adecuadamente debido a que
la prioridad se establecié en otros conceptos y procesos.

En la fase II, ademés de establecer las asociaciones entre los porcentajes
de las atletas con deficiencia y suficiencia de vitamina D y hierro, se obtuvieron
los porcentajes para cada uno de los estados de deficiencia de vitamina D aso-
ciados con cada estado de deficiencia del hierro y viceversa. Aparte, al igual que
los porcentajes se llegd a computar el test de chi-cuadrado para los porcentajes
obtenidos en la misma fase generando un resultando muy distinto al espera-
do. Ademaés se planteé computar los demas tests multivariantes presentes en el
articulo (andlisis de regresion logistica multivariante, test de Mann-Whitney U)
llegando a crearse un directorio para el proceso. Si bien los resultados fueron in-
teresantes, no se pudieron incluir en el trabajo debido a que el proceso se hallaba
incompleto.

En la fase III, se podrian aplicar los mismos procesos a un grupo diferente
de variables dando relevancia a aquellas que influyen en la concentracién de
vitamina D y hierro para comprobar si existe mas relaciones a establecer entre
ellas. Existen multitud de tipos de regresién que se podrian aplicar ademas de la
regresion lineal. Aparte, se puede emplear la validacion cruzada en otros procesos
ademas de los tres ya computados.
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Apéndice

A.

A.

1.

1. Diccionario médico

. Flavonoides: Grupo diverso de fitonutrientes o quimicos vegetales que son

generados por el metabolismo secundario de las plantas y se hallan presentes
en muchas frutas, verduras y especias.

Vena antecubital: La gran vena que cruza al frente del codo, desde la vena
cefélica hasta la vena basilica.

. Fritrocitos: Tipo de glébulo sanguineo producido en la médula osea y que con-

tiene una proteina llamada hemoglobina, encargada de transportar el oxigeno
desde los pulmones hasta todas las partes del cuerpo.

. Reticulocitos: Glébulos rojos de la sangre ligeramente inmaduros. Poseen

contenido de ARN e infieren en la sintesis de hemoglobina.

. Monocitos: Células del sistema inmunitario que actiian a modo de escudo

frente a sustancias extranas que causan enfermedades.

. Macrofagos: Tipos de globulos blancos que intervienen en la defensa del or-

ganismo frente a sustancias o agentes que puedan causar enfermedades.

. Transferrina: Proteina producida en el higado encargada de transportar el

hierro hacia la médula, el bazo, los musculos y el propio higado.

. Anemia ferropénica: Disminuciéon de glébulos rojos en la sangre debido a

la escasez de hierro el cual forma parte de la hemoglobina, proteina que
transporta el oxigeno en la sangre.

2. Informatica de sistemas

Big Data: Se dice que el Big Data son los datos que contienen una gran
Variedad, aumentando su Volumen con gran Velocidad, conocido como las 3
Vs. Es decir, se trata de grandes conjuntos de datos complejos que poseen
un volumen tan elevado que el software de proceso de datos tradicional no
los puede manejar. Se suelen emplear para resolver problemas de negocios.
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Lista de simbolos y abreviaciones

Ap.

Conc vit. D
vit. D conc
sTfR

TIBC
WBC

HGB

RBC

HCT
MCHC
MCV
RDW
HDW
MCH

PLT
#RETIC
%RETIC
MCVr
CHCMr
CHr

CH
%LowCHr
%LowCHm
%HYPOr
%HYPOm
%MICROm
ARN

VDD
SuffVD
ID
SuffID

Lista de simbolos y abreviaciones

Apéndice

Concentracion de vitamina D

Vitamin D concentration

Soluble transferrin receptor

Total iron binding capacity

White Blood Cells

Hemoglobin

Red Blood Cells

Haematocrit

Mean Corpuscular Hemoglobin Concentration

Mean Corpuscular Volume

Red Cell Distribution Width

Hemoglobin Distribution Width

Mean Corpuscular Hemoglobin

Platelets

Reticulocyte count

Reticulocyte count percentage

Mean Cell Volume of reticulocytes

Mean corpuscular hemoglobin concentration of reticulocytes
Mean content hemoglobin of reticulocyte

Mean cellular hemoglobin content

Percentage of reticulocytes with low hemoglobin content
Percentage of erythrocytes with low hemoglobin content
Percentage of reticulocytes with low hemoglobin concentration
Percentage of erythrocytes with low hemoglobin concentration
Percentage of erythrocytes with low volume

Acido ribonucleico

nano- (ng = nanogramo, nmol = nanomol)

micro- (uL=miles de células por microlitro)

femto-

Deficiencia de vitamina D

Suficiencia de vitamina D

Deficiencia de hierro

Suficiencia de hierro
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Posters are widely used in the academic community, and most
conferences include poster presentations in their program.
Research posters summarize information or research concisely
and attractively to help publicize it and generate discussion.

The poster is usually a mixture of a brief text mixed with tables,
graphs, pictures, and other presentation formats. At a conference,
the researcher stands by the poster display while other partici-
pants can come and view the presentation and interact with the
author.

1. Introduction

NAMORADOS DEL ANALISIS y sin embargo cadticos. No hay
nada que nos guste mas que una gréfica.

y y=2z/m

Figure 1: Una grafica siempre viene bien en el pdster.

What makes a good poster?

= Important information should be readable from about 10 feet
away

n Title is short and draws interest

= Word count of about 300 to 800 words

n Text is clear and to the point

= Use of bullets, numbering, and headlines make it easy to read
n Effective use of graphics, color and fonts

= Consistent and clean layout

= Includes acknowledgments, your name and institutional affilia-
tion
A B C Resto
442 51 61 2.3
7122 83 99.2 3.1

HERE DO | BEGIN? Before try to answer these three ques-
tions:
1. What is the most important/interesting/astounding finding from
my research project?
2. How can | visually share my research with conference atten-
dees? Should | use charts, graphs, photos, images?
3. What kind of information can | convey during my talk that will
complement my poster?

TRABAJO FIN DE GRADO, Convocatoria de ju?io, 2027
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Figure 2: Incluso mas de una, para comparar.

Some formulas are wellcome, but with moderation

m
minimize > w;-x;
Jj=1
subjectto > x> 1,
J:€€S;
vy € {01}, j=1,...,m

3. Sections And Organization

T'S EASIEST TO BREAK DOWN all the information you want into

distinct sections, such as Background, Objectives, Methodol-
ogy, Results, and Recommendations. A typical poster will have
4-8 of these sections laid out in 3 or 4 columns, but the specifics
of your research will dictate which sections are important to in-
clude. Posters are read from left-to-right and top-to-bottom, so
make sure to lay out your sections so they can be read in order.

i=1,...,n

Una tabla ilustrativa de lo que se avecina

Day Min _Max Summary
Temp Temp
A clear day with lots of sunshine.
Monday 11°C  22°C However, the strong breeze will
bring down the temperatures.
Cloudy with rain, across many
northern regions.  Clear spells
Tuesday 9C 19 across most of Scotland and North-
ern Ireland.
Rain will still linger for the morning.
Wednesday 10°C  21°C Conditions will improve by early af-

ternoon and continue throughout
the evening.

Una tabla a veces muestra mejor las cosas
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